Korespondenc¢ni Seminar z Programovani

36. rocnik KSP

Mili resitelé, tesitelky a resitelcatal

Dostava se k vam prvni ¢islo hlavni kategorie 36. roéniku KSP.

Letos se miiZete tésit v kazdé z péti sérii hlavni kategorie na 4 normalni dlohy, z toho alespori
jednu praktickou opendatovou. Déle na kucharky obsahujici néjaka zajimava informaticka
témata, hodici se k lohdm dané série. Obcas se nam také objevi bonusova X-kova tloha,

za kterou lze ziskat X-kové body. Kromé toho bude soucasti sérii serial, jehoz dily mohou
vychazet samostatné.

Autorska feseni iloh budeme vystavovat hned po skonceni série. Pokud nas pak pfi opravo-
véani napadnou néjaké komentafe k feSenim od vas, zverejnime je dodatecné.

Odmény & na Matfyz bez pfijimacek

Za Gspésné feseni KSP miizete byt p¥ijati na MFF UK bez piijimacich zkousek. Uspésnym
FeSitelem se stava ten, kdo ziskd za cely ro¢nik (hlavni kategorie) alespoii 50 % bodd. Za
letosni rok piijde ziskat maximalné 300 bodti, takze hranice pro tspésné feSitele je 150.
Maturanti pozor, pokud chcete prominuti vyuzit letos, musite to stihnout do konce ¢tvrté
série, patad uz bude moc pozdé. Také kazdému tesiteli, ktery v tomto ro¢niku z kazdé série
dostane alespon 5 bodi, darujeme KSP propisku, blok, nalepku na notebook a mozna i dalsi
prekvapeni.

Termin série: nedéle 5. listopadu 2023 ve 32:00 (tedy dalsi rédno v 8:00)

Odevzdavani: Pies web na adrese pittps://ksp.mff.cuni.cz/h/odevzdavatko /|

Zari 2023

Znacky uloh:

(@ Lehi dloha (& jeji st) vhodna pro zacatecniky

Praktickd open-data tiloha

@’ Uloha, u které doporuc¢ujeme zadist se do kuchaiky Q Serialovéa tloha

Odmeéna série: Sladkou odménu si vyslouzi ten, kdo odesle originalni feSeni tilohy Nejlepsi programovaci jazyk.

Prvni série tficatého Sestého ro¢niku KSP

36-1-1 Strom v zrcadle 9 bodu

nZrcadlo, zrcadlo, fekni mi, kdo je na svété nejsymetric-
téj8i7* nakrucoval se pékné kosSaty kral bindrnich stromu
pfed zrcadlem ve své lesni ¥i8i. VSemi svymi listy i vniti-
nimi vrcholy véfil, Ze zrcadlo samoziejmé oznaci jeho jako
nejvétsiho a zajisté i nejsymetri¢téjsiho vladce stromu.
Problém byl v tom, ze zrcadlo bylo pravdomluvné. .. a vaz-
né si nebylo jisté ani v tom, jestli je kral strom vubec sy-
metricky. Pomiizete zrcadlu?

V zrcadle se odrézi obraz zakorenéného bindrniho stromu
a v kazdém jeho vrcholu se nachéazi néjaka hodnota. Stromy
mohou vypadat tfeba jako na néasledujicim obrazku.
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Muzeme si predstavit, ze mame strom uloZzeny v paméti,
a to tak, ze v kazdém vrcholu mame ukazatele na levé-
ho syna, pravého syna a na otce. Kazdy z téchto ukaza-

teltt miize byt i prazdny, pokud vrchol daného syna nemé
(prézdny ukazatel na otce pak bude jen v kofeni stromu).
Pokud nékterym pojmtim o stromech nerozumite, mizete
nahlédnout do pfilozené kucharky zdkladnich algoritm}.

Pro takto zadany strom by néas zajimalo, jestli muzeme
strom ozrcadlit a dostat tak stejny strom — strom se stej-
nym tvarem i stejnymi hodnotami ve vrcholech. Ozrcadleni
znamend, Ze pro kazdy vrchol oto¢ime potadi synit (proho-
dime levého syna za pravého syna, véetné v§eho navazaného
pod nimi). Kdyz ozrcadlime stromy z prvniho obrézku, do-
staneme nasledujici stromy.

Vidime, zZe prvni strom se po ozrcadleni lisi tvarem i hod-
notami ve vrcholech, druhy m4 sice stejny tvar, ale lisi se
hodnotami ve vrcholech a jen tfeti lze ozrcadlit a ziskat tak
stejné vypadajici strom. Jen o tfetim stromu tedy mtizeme
prohlasit, ze je symetricky.


https://ksp.mff.cuni.cz/h/odevzdavatko/
http://ksp.mff.cuni.cz/viz/kucharky/zakladni-algoritmy

Zrcadlo bohuzel nemé moc velkou vypocetni pamét, umi si
pamatovat jen konstantné mnoho tidaji. Pozor, zasobnik
rekurze se také pocita do paméti, takze si urc¢ité nemutzeme
dovolit rekurzivni funkci na prochézeni stromu.

Vymyslete a popiSte algoritmus, ktery za téchto paméto-
vych omezeni bude umét pro jiz nacteny strom v paméti
v co nejrychlej$im c¢ase rozhodnout, zdali je symetricky. Po-
rovnéni dvou hodnot ve vrcholech zvlddneme v éase O(1).

Toto je teoretickd tlloha. Neni nutné ji programovat, ode-
vzdava se pouze slovni popis algoritmu. Vice informaci zde:
http://ksp.mff.cuni.cz/viz/tinfd

11 bodu

36-1-2 Taneclni

Kral porada veliky ples, na kterém se seslo mnoho tzas-
W1l nych tanecnikil a tanecnic. Pravé probihd damska vo-
lenka — damy i panové stoji naproti sobé ve dvou stejné po-
cetnych fadach: N dam a N pant. Pro jednoduchost jsou
obé fady ocislované poporadé ¢isly 1 az N.

Damy se uz pred zacatkem damské volenky dohodly na tom,
kterého z pant si kazda dama vybere pro nasledujici tanec
— kazda si vybrala jiného, takze vSechny damy i vSichni
panové jsou pro tento tanec zadani.

Jak zac¢ne hrat hudba, tak se ddmy mohou vydat ke svym
vybranym partnerim. Problém je ale v tom, ze se drahy
dam mohou krizit, napfiklad kdyz si prvni dama vybere
druhého pana a druhd dama toho prvniho. A to by mohlo
zpusobit faux-pas.

Nékteré damy tak budou muset chvili pockat. Rady by ale
védély, kolik nejvyse dam bude moci vyrazit hned, jak za¢ne
hrat hudba, aby se drahy zadnych dvou z nich nekiizily.
Pomiizete jim?

Toto je praktickd open-data tloha. V odevzdavacim sys-
tému si nechate vygenerovat vstupy a odevzdate prislusné
vystupy. Zalezi jen na vas, jak vystupy vyrobite.

Format vstupu: Na prvnim fadku vstupu bude ¢islo N uda-
vajici poCet dam a pocet pand. Na dalSich N fadcich pak
bude vzdy jedno ¢islo od 1 do N udavajici, kterého pana si
vybrala i-t4 dama.

Formdt vystupu: Na prvni fadek vystupu vypiste jedno Cis-
lo K udavajici pocet dam, které mohou vyrazit bez toho,
aniz by se jejich drahy krizily. Na dalsich K fadcich pak
uvedte ¢isla téchto dam. Pokud existuje vice zptsobti, jak
mize vyrazit K dam najednou, vyberte libovolny z nich.

Ukdzkovy vstup:
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Ukdzkovy vystup:
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V prikladu vySe by jesté stejné dobré feSeni bylo vybrat
dédmy 1, 5, 7, 8 a 9 nebo 3, 5, 7, 8 a 9, vSechny ostatni
moznosti nedovoli vybrat vice nez ¢tyfi damy najednou.

12 bodu

36-1-3 Vyslap

Kristyna se vydala na tydenni turistiku do Jesenikd.
W1l Jeseniky si mtizeme pfedstavit jako 2D mfizku R x S
policek, kde na kazdém policku je vyska terénu.

A jak probiha Kristynin den? Nejprve se probudi a vyleze
na néjaky kopec, kde si d4 obéd (ten ma jiz uvafeny a nese
si ho s sebou). Po obé&dé sleze na vyhlidnuté misto, kde si
rozlozi spacak a bude pred spanim sledovat hvézdy.

Dneska mé k obédu bortvkové knedliky, coz je do zaludku
tézké jidlo, a proto se rozhodla naplanovat dnesni vyslap
nasledujicim zptsobem:

— Réno se probudi na misté, kde véera vecer ulehla.

— Poté, plnad energie, vyleze na kopec. Bude se opakova-
né pohybovat na sousedni policka (policka v Jesenikdch
sousedi stranou, roh nestaci) a vzdy se musi pohnout na
vy$$i, nez to na kterém stoji.

— V nejvyssim bodé vyslapu si d& boruvkové knedliky.

— Poté, plna knedlikt, ptijde rovnou dolia. S knedliky se
$patné chodi do kopce, a proto kazdé dalsi pole musi byt
nizsi nez predchozi.

Kristyna by chtéla poznat co nejvice kras Jesenikt, a proto
by jeji vyslap mél byt co nejdelsi (co do poctu poli). Policko
je mozné navstivit béhem vyslapu cestou nahoru i dold, pak
se do délky zapocitava kazdé jeho navstiveni. Pokud je nej-
delsich vyslapt vice, pak vyberte ten s nejvyssi navstivenou
vyskou (d4 se tam fotit pékné panorama).

Toto je praktickd open-data tloha. V odevzdavacim sys-
tému si nechate vygenerovat vstupy a odevzdate prislusné
vystupy. Zalezi jen na vas, jak vystupy vyrobite.

Formadt vstupu: Na prvnim fadku dostanete dvé ¢isla R a .S
— pocet Tadki a sloupct mapy Jesenikd. Na druhém radku
dostanete ¢tyfti ¢isla S5, Sy, Cy, Cy — soufadnice startu a cile
vyslapu (soufadnice x udéava sloupec, soufadnice y Fadek;
indexujeme od nuly s tim, ze policko v levém hornim rohu
mé soufadnice (0,0)). Nésleduje R ¥adki, kde na kazdém
z nich je S ¢isel popisujicich Jeseniky — ¢islo udava vysku
terénu na daném policku.

Formdt vystupu: Na prvni fadek vypiste délku nejdelsiho
vyslapu L. Potom vypiste L tadkd, na kazdém X;,Y; —
soufadnice i-tého policka vyslapu. Prvni policko musi byt
Sz, Sy a posledni Cy, Cy. Pokud je nejdelsich vyslapi vice,
pak vypiste ten s nejvyssi navstivenou vyskou. Pokud je
stale vyslapu vice, vypiste libovolny z nich. Zarucujeme, ze
néjaky vyslap vzdy existuje.


http://ksp.mff.cuni.cz/viz/tinfo

Ukazkovy vstup: Ukazkovy vystup:
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36-1-4 Medianovy filtr 12 bodua

Byl pozdni vecer a astronom pracujici s vystupy z JWST! si
po patém padu jeho oblibeného grafického programu uvédo-
mil, Ze sloZzeny obrazek z teleskopu o rozliseni dosahujicim
gigapixelové velikosti asi takhle jednoduse neodSumi. Posa-
dil se tedy ke klavesnici a zacal premyslet o tom, jak napsat
vlastni program.

M4 ¢tvercovy obrazek o velikosti N x N pixeld a rozhodl
se pouzit medidnovy filtr o velikosti K x K na odstranéni
impulzniho Sumu. Uvazujme pro jednoduchost, ze obrazek
je jen ve stupnich Sedi (v rozsahu od nuly do néjakého vy-
sokého ¢isla) a K bude vzdy liché (aby ¢tverec K x K mél
vzdy jasné urdeny stied).

Medianovy filtr funguje tak, ze pro kazdy pixel obrazku
umisti do tohoto pixelu stied &tverce a z az K2 hodnot ve
¢tverci (méné hodnot tam mitize byt napiiklad na okrajich
obrazku) vybere tu prostiedni, neboli medidn, a tu zapi-
Se do vysledného obrazku. Tim dojde tfeba k odstranéni
nahodné ,prepalenych® pixeld.

Pocitejte s tim, ze 1 <« K <« N (K je fadové vétsi nez
mald konstanta a zaroven Fadové mensi nez N). Poditat
medidnovy filtr pro kazdy pixel obrazku tak nedava moc
smysl, protoze by vypocet bézel moc dlouho. Tato tloha
cili na feseni v ¢ase urcité lepsim nez O(N?K?).
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V prikladu vyse vidite medianovy filtr pro K = 5, ktery
pravé pocita, co bude v novém obrazku na pozici zakrouz-
kovaného pixelu. M4 okénko s 25 hodnotami, které kdyz si
sefadime, tak to jsou: 0, 1,2, 2, 2,2, 2,2 2 2 3,3,4,4,5,
5,5,5,5,6,6,6,6,8,9. Medidn (a tedy vyslednd hodnota)
je cislo 4.

Toto je teoretickd tlloha. Neni nutné ji programovat, ode-
vzdéva se pouze slovni popis algoritmu. Vice informaci zde:
http://ksp.mff.cuni.cz/viz/tinfd

36-1-5 Nejlepsi programovaci jazyk, ¢ast I. 1 bod

Jak bylo vyzkoumano uz davno,? dobry programovaci jazyk
Ize vytvorit pridanim samych dobrych instrukci. Pojdme
tedy spolu uvafit ten nejlepsi programovaci jazyk.

L James Webb Space Telescope

Upozornéni: Toto neni kuchaikova tloha.

N&s$ programovaci jazyk poCitd s celymi €isly (jak je uz
z nazvu ziejmé, jsou lepsi nez ¢isla neceld). Jedind pamét,
kterou ma k dispozici, je zdsobnik. Ten si mtuzete predstavit
jako posloupnost ¢isel usporadanou shora doli. Nova cisla
pridavame na vrchol zasobniku, odebirame opét z vrcholu.

Celd ¢isla jsou 64-bitové znaménkové integery (tedy rozsah
od —253 az po 263 — 1). Pfeteceni zptisobi ukonéeni progra-
mu chybou. Zasobnik ma prozatim presné nespecifikovany
maximélni pocet prvki (alespori 100 000), pii pfeplnéni do-
jde k ukonceni programu chybou. Taktéz existuje prozatim
blize nespecifikovany limit na ¢as vypoctu.

Program se sklada z kone¢né sekvence instrukci zapsanych
do souboru. Kromé zasobniku jesté mame instrukéni uka-
zatel IP, coz je Cislo pristi vykonavané instrukce. Zacina
na 0, tedy na prvni instrukci, a kdyz pfesdhne ¢islo po-
sledni instrukce, tak program skon¢i. Ale nez se dostaneme
k programovani, musime nejdiiv sehnat ty nejlepsi instruk-
ce.

Ukolem kazdého z véas bude odevzdat popis jedné vami vy-
myslené instrukce a jeji ocekavany zapis. Pokud nespecifi-
kujete jinak, instrukce pfi¢te k IP jednicku. Také nam dej-
te védeét, jestli chcete svou instrukci zadat anonymné, nebo
jestli se chcete podepsat — v takovém pripadé vas u ni pak
uvedeme jako autora.

Priklad: instrukce + secte dvé ¢isla na vrcholu zasobniku
a nahradi je jejich souc¢tem.

Instrukce rozhodné nemusi byt tak pfimocaré jako séitani,
nebojte se popustit uzdu fantazii. Pozadujeme pouze, aby
bylo chovani instrukce jednoznac¢né a $lo ji rozumné im-
plementovat. Pokud si nejste jisti, napiste ndm. Instrukce
mize byt netrividlni, ale upozoriujeme, ze vypocetné pii-
li§ naro¢né instrukce mohou zabrat prilis ¢asu vykonavani
programu, ktery je omezeny.

Pro inspiraci se mizete také podivat na tlohu 35-4-1 Gol-
fovy turnaj.’?

Druhou ¢ast ulohy ocekavejte v druhé sérii. A také prosim
o této uloze nediskutujte na Discordu ani jinde (af nezka-
zite ostatnim vymysleni origindlnich instrukei).

36-1-X1 Mezigalakticka kandidatka 10 bodu

Toto je bonusova uloha pro zkusSen€jsi resitele, tezZsi neZ
ostatni ulohy v této serii. Neziskdte za ni klasické body,
nybrz dobry pocit, Ze jste zdolali néco vyjimecného. Kromé
toho za sprdvné veseni dostanete specidlni odmeénu a body
se vam zapocitaji do samostatnych vysledki KSP-X.

Galaktickou ¥isi ¢ekaji dalsi volby! Jednotlivé ¢lenské ra-
sy mezigalaktické unie uz predlozily cisarskému uradu své
seznamy kandidatd, ale cisaf se ted rozhodl, Ze v nadcha-
zejicich volbach chce, aby na kandidatnich listindch jed-
notlivych ras byla zastoupena vSechna pohlavi dané rasy
rovnomérné (coZ je trividlni u ras s jednim pohlavim, ale
nékteré rasy s desitkami riiznych pohlavi zptsobily tafedni-
ktm cisafského ufadu poradné vréasky).

Aby to nebylo tak jednoduché, tak trednici nesméji nijak

prehazovat poradi navrzenych kandidati, jen mohou ze za-
¢atku a z konce kandidatnich listin néjaky pocet kandidati

2 CAPEK, Josef. Povidani o pejskovi a kociéce. 16. vyd., Praha: Albatros, 2003. 118 s. Strana 79.

3 http://ksp.mff.cuni.cz/viz/35-4-1]
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vyskrtnout tak, aby ztstal co nejdelsi tsek kandidatd, ve
kterém jsou vSechna pohlavi dané rasy zastoupena stejnym
poctem.

Vasim tkolem je tedy vymyslet algoritmus, ktery pro zada-
ny pocet pohlavi K a pro posloupnost délky N sestavajici
se z pohlavi kandidatt 1 az K odstrani co nejméné kan-
didatt ze zacatku a konce tak, aby tsek, ktery zbude, byl
vyrovnany.

Napovéda

Protoze se nikomu nepodarilo tuto ulohu vyresit, rozhodli
jsme se, Ze prodlouzime jeji deadline do konce 2. série. Na-
vic vyddvdme ndsledujict ndpovédu, kterd vdm snad pomiuZze
k resent.

Ocekavana Casova slozitost je

O(pocet kandidati - néco logaritmického).

Toho lze dosdhnout tfeba metodou Rozdél a panuj s pod-
problémy o mensim poc¢tu pohlavi.

36-1-S Seznameni se s linearni regresi 15 bodua

Letosnim rocnikem vds bude provdzet seridl. V kaZdé

sérii se objevi jeden dil, ktery bude obsahovat néjoké
poviddni a navic ukoly. Za ukoly budete moci ziskdvat body
podobné jako za klasické tulohy série. Nékteré ukoly budou
programovaci, nicmeéné pokud nebude Teceno jinak, tak se
nebudou vyhodnocovat pres odevzddvatko. Vsechny soubory
nahravejte v jednom zazipovaném souboru. Vsechny pro-
gramovaci ulohy prosime Teste v programovacim jazyce Py-
thon 3. Abyste se mohli zapojit i béhem rocniku, seridl bude
mozné€ odevzddvat i po terminu za sniZeny pocet bodi. Vzo-
rové tesent seridlu proto pred koncem celého roéniku KSP
uvidi jen ti, kdo uZ seridl odevzdali.

V leto$nim seridlu se zaméfime na praktické téma, které
vyuziva znalosti z pravdépodobnosti, matematické analy-
zy a linearni algebry. Tento rok se budeme vénovat strojo-
vému uceni (anglicky machine learningu). Buzzwordy jako
machine learning, neural networks, ChatGPT ¢i jen Al se
v pritbéhu poslednich let dostaly do popredi a spoustu lidi
o tomto tématu mluvi, i kdyz vétsina o ném nevi témér nic.

V tomto seridlu se nestihneme dostat tak daleko, abychom
si povédéli, jak funguje ChatGPT ¢i jini chatovaci boti, ale
ukézeme zakladni stavebni bloky, od kterych se soucasné
nejpokrocilejsi techniky v umélé inteligenci odvijeji.

Nez se dostaneme k samotnému strojovému uceni, tak si
nejdrive povime, co si pod timto pojmem viibec predstavu-
jeme. O né&jakém programu (ve strojovém uceni programim
fikdme modely) maZeme Fict, Ze se uéi, pokud se s pfibyva-
jicim mnozstvim dat, kterymi jej krmime, zlepSuje v néjaké
metrice. Je dulezité poznamenat, Ze Uspésnost strojového
uceni mérime nikoliv na téch datech, kterymi model krmi-
me, ale na dosud nevidénych datech. Tim se strojové uceni
zasadné lisi od databézi ¢i optimalizac¢nich dloh jako treba
problém obchodniho cestujiciho.

Typy tloh

Uloh, které bychom strojovym ucenim chtéli fesit, je spous-
tu. Napiiklad odSuméni obrizku, generovani obrazku dle
zadani ¢i odpovéd na polozenou otazku. To jsou uz celkem
naroc¢né ulohy, takze za¢neme s nécim jednodussim — regre-
si a klasifikaci. Slovo regrese miize znit ucené, ale prakticky
to znamena, ze budeme odhadovat néjaké ¢islo. Muzeme si
predstavit, Ze jsme majitel obchodu s kolobézkami a chceme

odhadnout kolik kolobézek puj¢ime dany den, kdyz vime,
ze to bude sobota v lednu a bude 10 °C pfes den. Nebo ma-
nazer callcentra a chceme vypredikovat kolik lidi zavola na
nasi linku.

V tlohéach na klasifikaci predpovidame skupinu. Naptiklad
pred sebou méame obrazek zvifete a chceme urcit, o které
zvire z daného seznamu se jedna.

Vykonnost

Pro méfeni vykonnosti (¢ chybovosti) potfebujeme né&jakou
metriku (chybovou funkei), kterd bude fikat, jak moc dob-
ré ¢i Spatné feseni jsme vyprodukovali. Jedna z takovych
metrik muze byt primeér étvercd (anglicky mean squared
error — MSE). Tato metrika je jednoduché: pro sadu vstu-
pt (dat) jsme vyprodukovali predikce. Pro kazdy vstup pak
vypoéitame chybovost pomoci formule (p—t)?, kde p je na-
Se predikovand hodnota a t je ta spravna hodnota, kterou
chceme odpovédét. Tyto chyby poté zprimérujeme a to je
nase vysledna metrika MSE.

Kdyz v8ak chceme klasifikovat do t¥id, typicky budeme chtit
pouzivat jinou metriku na meéfeni vykonosti nez primeér
¢tverci. Standardnim zpusobem, jak méfit spravnost mo-
delu pfi klasifikaci do dvou ¢ vice t¥id, je presnost (accura-
cy). Ta ndm Fika, jaky podil dat jsme zafadili do té spravné
kategorie.

Déle existuje mnoho dalSich metrik. P¥i trénovani klasifi-
kac¢nich modeld se jesté potkdme s NLL (negative log like-
lihood), dale se ¢ast pouziva f1-skdre, nebo preciznost (pre-
cision) & senzitivita (recall), které se mimo strojové uceni
pouzivaji napriklad u lékarskych testl, a mnoho dalsich.

V dnesnim dilu seridlu budeme ale pouzivat jen metriku
MSE.

ZkusSenosti

V realném zivoté se mizeme ucit (dostavat zkuSenosti) riz-
nymi cestami. Kdyz jsme byli mali, tak nas rodice ucili
jména riznych predmétti a zaroven nas opravovali, kdyz
jsme Tekli néjakou blbost. Tomuto typu uceni se rikd ucent
s uditelem (supervised learning). Neboli méame sadu dat a
ke kazdému datu znéame spravnou odpovéd, kde jedno dato
je jeden piiklad (vzorek) ze vstupnich dat.

Druhy typ uceni je zpétnovazebni (reinforcement learning).
To zname také z redlného zivota — naucime se na test z né-
jakého predmétu, napiseme ho a to, zda jsme se naucili do-
statecné, zjistime ze znadmky. Neboli mame néjakého agenta
v néjakém prostiedi a ten mize délat néjaké akce a po jed-
né ¢ vice akci dostaneme zpétnou vazbu (feedback), jak si
agent vede.

Posledni typ uceni je nejvice zvlastni, rikd se mu ucent
bez uditele (unsupervised learning). Tento typ uceni fun-
guje tak, ze programu ddme data a ten ma vydat néjaky
vysledek. V praxi se tento typ uceni pouzivéa, kdyz mame
data a chceme z nich néco ,vykoukat* (neboli analyzovat
data). Tento pfistup se pouZiva napf. na clusterizaci — ma-
me data a program ma vydat néjaké shluky dat, které jsou
si podobné. Je ocividné, ze v zavislosti na tom, jakou ma-
me metriku na porovnavani dat, se vystupy mizou razantné
lisit.

Dalsi mozné vyuziti je napft. detekce anomdlii. Uvazte, ze
mate data sitové komunikace ze své sité a chcete v redlném
case zjistovat, jestli se ve vasi siti nedéje néco nekalého.

Pro zacatek zacneme s ucenim s ucitelem, ale pozdéji v se-
ridlu si ukdzeme i néjaky algoritmus, ktery pouziva uceni



bez ucitele.
Linearni regrese

Rekli jsme si trochu obecnych informaci o strojovém uce-
ni a nyni si zkusme vytesit prvni lohu. Mame data, kde
kazdé dato ma jednu zndmou hodnotu (featuru). Uvaite, ze
jste realitni maklét a jediné, co vite o domu, je celkové oby-
vatelna plocha. Chcete znat orientacni cenu domu, kterou
vam nikdo nerekne. Kazdy prece chce nakoupit za levno a
prodat za draho.

Mate par dat, kde znate celkovou obyvatelnou plochu a
cenu nemovitosti v inzeratu. Tato data jsou zakreslena jako
modré body. Na z-ové ose je celkova obyvatelna plocha a
na y-ové ose je cena nemovitosti. Cil je vygenerovat pro
kazdou x-ovou hodnotu predikci — y-ovou hodnotu.

Ocekavame, ze body jsou lehce zasuméné, protoze vSechna
meéfeni v redlném svété jsou néjak zasumeéna. Zde si to mi-
zete predstavit tak, Ze cena v inzeratu neni fixni a pokud je
dlouhodobé jen jeden zajemce, muze kupujici snizit cenu.
Naopak pokud je hodné zadjemcti, mohou se pfedhanét, kdo
nabidne vice.

Nagim cilem je vyprodukovat zelenou ¢aru, kterd predpovi-
dé y-ové hodnoty (cenu nemovistosti) pro libovolnou z-ovou
hodnotu (celkovou obyvatelnou plochu).
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Tento graf je specificky pro jednu hodnotu. Kdybychom mé-
li dvé featury, pak vyslednd predikce odpovidé néjaké ro-
viné v trojrozmérném grafu. Tedy by ndm nékdo o domu
fekl dalsi informaci, napt. kolik zdchodt se v ném nacha-
zi. Obecné, predikce je néjakd nadrovina v n-rozmérném
prostoru.

N4&s prvni model, ktery se bude jmenovat linedrni regrese,
funguje nasledovné. Méjme vstupni data a kazdé dato bude
mit f featur xy,xg,...,xy.

Kdyz si vezmeme predchozi piiklad s realitnim makléfem,
prvni featura bude celkova obyvatelna plocha, dalsi featury
miuzou byt den v tydnu, kdy se nemovitost prodéavala a po-
sledni pocet mistnosti v domé. Déle kazdé dato bude mit i
dalsi hodnotu s odpovédi, kterou chceme vypredikovat. Asi
nejjednodussi zpusob predikovani vyslednych dat, ktery by
nas mohl napadnout, je vynasobit vstupni hodnoty vhod-
nymi konstantami a seéist je. A presné tohle déla i linedrni
regrese.

predikce = xy - wy + T2 -wo + ...+ x5 - Wy

kde w1y, ws, ..., w; jsou ony konstanty (vahy), které se bu-
deme snazit naucit, aby predikce byla co nejlepsi. Tedy
chceme vahy minimalizujici nasi chybovou funkci. Takto
uvedend predikce mé vsak jeden problém. Na dato, které

mé vSechny hodnoty x1,a,...,2s nulové, vypredikujeme
vidycky také nulu. Abychom vyfteSili tento problém, bu-
deme pricitat jesté jednu hodnotu b, kterému fikdme bias.
S biasem vypada predikce nasledovné:

predikce =z -wy + 2 -wo 4+ ...+ 5wy + b

Vétsinou se déla maly trik: aby se bias nemusel explicitné
zapisovat, tak se do vstupnich dat pfida jesté jedna featura,
kterda bude mit vzdy hodnotu 1. Tim padem se bias muze
zahrnout do vah a predikce vypada skoro stejné jako vyse
(jen pfibyla jedna véha):

predikce =z -wy + T2 - wo 4+ ...+ T - Wry,

kde zy11 =1 awspy =0.

Kdyz budeme znat hodnoty wq, wa, ..., ws41, bude jiz moz-
né predikovat vysnéné hodnoty, jak si mizete sami vyzkou-
Set v nasledujici tloze.

Ukol 1 — Predikce linearni regrese [3b]: Naprogramujte
v Pythonu predikci linearni regrese.

Na prvnim fadku vstupu dostanete dvé ¢isla N a F, kde
N je pocet dat a F' je pocet featur. Na nasledujicim fadku
naleznete F'+ 1 desetinnych c¢isel reprezentujicich vahy mo-
delu, kde posledni z nich je bias. Poté na dalsich NV fadcich
dostanete na kazdém fadku F' desetinnych cisel, kde kazdy
tadek reprezentuje jedno vstupni dato.

Vypiste N tadkt, kde na kazdém fadku bude jedno ¢islo
(predikce pro dané vstupni dato).

Ukazkovy vstup: Ukazkovy vystup:

23 5.7
0.11.2 -0.5 3.0 7.7
17.0 1.0 0.4
27.0 2.0 0.8

Nyni méme vypredikovand data a nabizi se otazka — jak
dobra jsou?

Jak uz vime z predchozi ¢asti, k tomu mame chybovou funk-
ci — metriku, kterd nadm fika, jak moc Spatna data jsme
vypredikovali. Tedy ¢im vétsi hodnota chybové funkce, tim
hife. Pro linearni regresi tou chybovou funkci, kterou bu-
deme pouzivat, bude MSE.



Ukol 2 — Mé&feni chyby [3b]: Napiste Pythoni program, kte-
ry pro zadané vahy a vstupni i vystupni data zjisti, jaka
je hodnota chybové funkce MSE pro data vypredikovana
s danymi vdhami.

Format vstupu je velmi podobny tomu predchozimu. Na
prvnim Fadku vstupu dostanete dvé ¢isla N a F, kde N
je pocet dat a F' je pocet featur. Na nasledujicim fadku
naleznete F' + 1 desetinnych ¢isel reprezentujici vahy mo-
delu, kde posledni z nich je bias. Poté na dalsich N fadcich
dostanete na kazdém fadku F' + 1 desetinnych ¢isel. Kazdy
z fadku odpovida jednomu datu — prvnich F' hodnot na fad-
ku jsou hodnoty jednotlivych vstupnich featur a (F 4 1)-ni
hodnota odpovida spravné vystupni hodnoté pro dané da-
to. Tedy oproti pfedchozimu pripadu dostavame na kazdém
radku jesté spravnou vstupni hodnotu.

Na vystup vypiste jediné ¢islo — hodnotu MSE.
Doporucujeme pfi implementaci vyuzivat kust kédu z pred-

choziho ukolu.

Ukdzkovy vstup: Ukdzkovy viystup:

23 0.625
0.11.2 -0.5 3.0
17.0 1.0 0.4 4.7
27.0 2.0 0.8 8.2

Derivace jako blackbox

V bézném svété ale typicky vahy linedrni regrese nezname
a potfebujeme je nejprve spocitat. K tomu ale nejdfive po-
tfebujeme znat jeden pojem z matematické analyzy, totiz
derivaci.

Derivace je operace na funkcich a rika nam, jak se zméni
hodnota funkce, kdyz velmi méalo zménime jednu vstupni
hodnotu (parametr). Je-li hodnota derivace v néjakém bodé
kladné, pak ptuvodni funkce v daném bodé roste a roste tim
strméji, ¢im vétsi je hodnota derivace. Je-li naopak zaporna,
pak v daném bodé klesa. A pokud je derivace nulové, pak
funkce na néjakém velmi malém okoli bodu témér neméni
svoji hodnotu.

Vezméme kupiikladu funkci y = 22 a zadivejme se na jeji

derivaci podle x. Jeji derivace je rovna 2z (coZz zatim nevi-
me, kde se vzalo). Pro kladna z je hodnota derivace klad-
na, coz odpovida tomu, ze kvadraticka funkce na kladnych
hodnotach roste. Dokonce ¢im vétsi vezmeme x, tim vétsi je
hodnota derivace, coz zase odpovida tomu, ze kvadratickéa
funkce je s vétsimi x ¢im d&l strméjsi. Obdobné pro za-
porna ¢isla je derivace zaporna, jelikoz zde hodnota funkce
klesa. A pro x = 0 vychézi derivace nulova, coz zase odpo-
vida tomu, ze kolem nuly kvadraticka funkce svoji hodnotu
nemeéni. Toto vSechno ilustruje nasledujici obrazek.

Graf funkce: Derivace funkce:
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Derivujeme-li podle néjaké proménné, ostatni parametry se
vUéi derivaci tvari jako konstanty (spravné se témto deriva-
cim 1iké& parcidglni derivace a vidy, kdyz budeme zminovat
derivace, budeme mit na mysli pravé ty parcialni).

Ted si muzete fict, k éemu nam to je? KdyZz budeme mit
néjakou funkci, kterou chceme minimalizovat, prosté vy-
pocitdme derivaci a budeme hledat body, kde je derivace
nulova. Pro¢ nulova? Protoze kdyz je derivace kladné, tak
zvétseni parametru zvétsi i funkéni hodnotu — tudiz zde ur-
¢ité neni lokdlni extrém (minimum ani maximum). To, Ze
se jedna o minimum (nebo maximum) lokélni, znamen4, Ze
se jedna o bod, ktery ma nejmensi (& nejvétsi) hodnotu ze
vSech bodl v néjakém svém velmi blizkém okoli. Podobné
to bude pro zapornou hodnotu derivace.

Kdyz je hodnota derivace nulova, pak v tomto bodé mtize
byt lokalni extrém, ale nemusi. Napf. mizeme mit funkci,
ktera je klesajici az na néjaky tsek, v némz je konstantni.
V konstantnim tseku je derivace nulova, ale neni zde nutné
lokalni extrém.

K lokalnimu extrému se vaze jesté termin — globalni mini-
mum ¢ mazimum. Globalni minimum znamena, Ze funkce
z celého defini¢niho oboru nabyva v daném bodé nejmensi
hodnoty.

Globalniho minima nemusi funkce nabyvat jen v jednom
bodé, napf. funkce sinus mé globalni minimum hodnotu
—1 a nabyva této hodnoty v nekoneé¢né mnoha bodech. Ne-
bo konstantni funkce y = 2: ta nabyva globalniho minima
na celém definiénim oboru. Obdobné definujeme i global-
ni maximum. Kazdé globdlni minimum (& maximum) je
i minimem lokalnim, ale naopak to neplati — mizeme mit
lokalni extrém, ktery ale viibec neni celkové nejmensi hod-
notou.

Mame-li néjaky bod s nulovou derivaci, existuji analytické
zpusoby, jak ovérit, zda se jedna o lokalni minimum ¢i niko-
liv. Obzvlasté ve vice rozmérech vsak tyto metody zacinaji
byt pomérné komplikované. Co hiife, analyticky uz nedo-
kézeme poznat, zda se jedna o minimum globalni. To mtize
znit jako zasadni problém, ale prozatim se spokojime s tim,
ze budeme pouzivat samé pékné vychované chybové funk-
ce, o kterych lze ukazat, ze maji pravé jeden bod s nulovou
derivaci, a tim je globalni minimum.



Ve skutecnosti je situace jesté o malicko zamotanéjsi. Exis-
tuji funkce, které nemaji derivaci v nékterych bodech defi-
novanou. A pravé v téchto bodech se mohou také nachéazet
extrémy. S takovymi funkcemi se nicméné v serialu nesetka-
me, takze pro nas bude platit, ze kde je lokalni ¢i globalni
extrém, tam je derivace nulova.

Ted ndm zbyva jen vysvétlit, jak se derivace pocita. De-
rivace funkce f(z) se zapisuje jako f’(z). U funkci s vice
parametry se zapisuje podle jakého parametru derivujeme:
a%lf(xl, Zay...,Tn). My budeme pouzivat tuto notaci, pro-
toze budeme explicitné psat, podle ¢eho derivujeme. Deri-
vace samotna se da pocitat pomoci nékolika jednoduchych
pravidel. Vétsina téchto pravidel ma néjaké pékné odvoze-
ni, ale to je jiz mimo rozsah tohoto textu. Pro nas budou
dtilezita nasledujici:

e derivace konstanty: a%c = 0, kde ¢ je konstanta (nebo
vyraz ve kterém se nevyskytuje proménnd x)

derivace mocniny: a%x" =n-z"!

derivace souctu je soucet derivaci:

2 (f(@)+ gle)) = 3L + 2

derivace slozené funkce: % flg(x)) = % . %. Kdyz bu-
deme derivovat funkci jedné proménné, tak se zapis zjed-
nodusi na £ f(g(z)) = f'(g(z)) - ¢'(z), ale viznam je
stejny. Zderivujeme vnéjsi funkci a vynasobime ji deriva-
cf vnitini funkce. Napifklad pro funkci f(z) = (z —t)?
je derivace vnéjsi funkce f’(y) = 2 -y a derivace vnitini
funkce y =z —t je 1. Tedy f'(z) = (2 (z —1t)) - L.

Pravidel je vice, ale s témito si vystacime.
Optimalni vahy v linearni regresi

Vratme se k linearni regresi. Uz umime se zadanymi vahami
pomoci linedrni regrese vytvaret predikce a uz i vime, jakym
zpluisobem miZzeme pomoci MSE zjistovat, zda vahy jsou
pro néjaka data lepsi nebo horsi nez jiné.

Co ale zatim viibec neumime, je pofidit si néjaké dobré vahy
nebo jesté lépe ty optimalni. Ba co hif, my ani nedokaZzeme
u zadanych vah poznat, zda jsou optimalni, ¢i nikoliv. Na
to, jak hledat optimalni vahy, si sice jesté budeme muset
pockat do pristiho dilu, ale nyni se alespoii naucime, jak
vlastné zjistit, jestli vahy optimalni jsou.

Co pro takové optiméalni vahy musi platit? Musi to byt vahy
takové, Ze hodnota chybové funkce je nejmensi ze vSech
moznych vah. Jinymi slovy se jedna o vahy, které se nacha-
zeji v globalnim minimu. Aby se jednalo o globalni (a tedy
i lokalni) minimum, musi byt derivace podle vSech promén-
nych rovna nule (tedy se ndm nesmi stat, ze by hodnota
jesté nékam klesala).

Sice obecné neplati, Zze by nulova derivace znamenala glo-
balni minimum, ale zrovna v pfipadé linearni regrese a MSE
Ize ukézat, ze jediny bod s nulovou derivaci vuci vSem va-
ham je pravé globalni minimum.

Zbyva nam tak jediné. Zderivovat chybovou funkci podle
vah a ovéfit, ze pro zadané hodnoty vah je vzdy nulova.

Na rozdil od predikce jiz nemizeme postupovat dato po da-
tu, protoze optimalita zavisi na vSech datech, kterda mame.
Specialné jiz nebudeme mit jen jednu predikci p, ale néko-
lik réiznych predikei p1, pa, - .., pn pro jednotliva data, stej-
né tak budeme mit n spravnych odpovédi t1,ts,...t,. Pro
kazdé dato budeme mit opét f vstupnich featur a znaceni
x;; ndm bude fikat hodnotu j-té featury pro i-té testovaci
dato.

Nyni se jiz mizeme vrhnout na derivaci chybové funk-
ce. Tato ¢ast je o néco techni¢téjsi, proto se nebojte
preskocit odvozovani, pokud by vam nepfislo srozumitelné.

Jako chybovou funkci mame MSE a chceme najit derivace

podle vah wq, wa, ..., weiq:
agl MSE = 021% ((p1 - tl)z + -+ (pn — tn)z)
aw2MSE: dws N ((pl _tl) +- (pn _tn) )

Jelikoz vime, Ze derivace souctu je soucet derivaci, tak si
zkusime zkusime zderivovat chybovou funkci pro prvni pre-
dikei p;. Predikce se po¢ita pomoci formule p; = x1 1 - w1 +
T2 W2+ -+ 21, f41 - Wpy1. Derivace chyby predikce p;
podle jednotlivych vah vyjde nasledovné:

521 (M —t1)*=2-(pr —t1) 21,
e, (P1 — t1)2=2-(pr —t1) - @12

V&imnéte si, Ze derivace podle vah wy,ws,...,wri1 jsou
dost podobné, prakticky se méni jen to, jakou hodnotou
x1,; vynasobime, a tyto derivace vyjdou stejné pro vSechny
predikce. Tedy muzeme napsat derivaci chyby pro vSechny
predikce jako:

32}1 MSE = % (2(]?1 - tl) *T1,1 R 2(pn - tn) : xn,l)
o
. xn,2)

2MSE = % (2(])1 —tl) “Ty12+ —|—2(pn —tn)

Zpét k pivodni dvaze. . .

Chceme, aby se vysledné derivace rovnaly nule. Po par dal-
Sich tpravach se dostaneme k nasledujicim rovnicim:

P1-Ti1+ ...+ Dn
pP1-Ti2+ ...+ Dn

'l‘ml:t1'$1’1+...+tn'xn’1
'S(Jn,g:t1-$172+...+tn-l’n)2



Ukol 3 — Optimalita vah linearni regrese [4b]: Napiste v Py-
thonu program, ktery na vstupu dostane data a vahy linear-
ni regrese a rozhodne, jestli dané vahy jsou optiméalni vici
MSE metrice.

Format vstupu je stejny jako v druhém tkolu. Na prvnim
tfadku vstupu dostanete dvé ¢isla N a F', kde N je pocet dat
a F je pocet featur. Na nasledujicim fadku naleznete F' + 1
desetinnych ¢isel reprezentujici vahy modelu a posledni va-
ha reprezentuje bias. Poté na dalsich N Fadcich dostanete
na kazdém radku F + 1 desetinnych cisel. Kazdy z fadku
odpovidé jednomu datu — prvnich F' hodnot na fadku jsou
hodnoty jednotlivych vstupnich featur a (F + 1)-ni hod-
nota odpovidd spravné vystupni hodnoté pro dané dato.
Rozhodnéte, jestli vahy jsou na danych datech optimalni
viuci MSE metrice. Vahy povazujeme za optimalni, pokud
hodnota derivace vici zaddné z vah neni v absolutni hodno-
t& vétsi nez 1076, Pokud jsou vadhy optimélni, tak vypiste
ANO, jinak vypiste NE.

Ukdzkovy vystup:
ANO

Ukdzkovy vstup:

3333333
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V typické implementaci derivaci chybové funkce a obec-
@ né vseho, co jsme doposud délali, se derivace a predikce
nepocitaji pro jednotliva data a jednotlivé vahy oddéleng,
ale v8echny najednou pomoci vektorti, matic a maticovych
nasobeni. To proto, Ze tyto operace bézi velmi rychle na
grafickych kartach.

V serialu matice potfebovat nebudeme, aby nebyla potieba
zadné predchozi znalost linearni algebry, ale je dobré védét,
ze typicky by vSechny predchozi operace byly implemento-
vany pomoci matic.

Matice maji jesté jednu vyhodu, a to tu, Ze se pomoci nich
daji nékteré operace snadno zapisovat. Napf. se jimi da
elegantné vyjadfit explicitni vzorec pro nalezeni optimal-
nich vah. Pokud méate odvahu, mtiZete si tento vzorec zkusit
v nasledujici bonusové tloze najit; pokud ne, tak si v pris-
tim dilu ukdZeme mnohem pouzivanéjsi a zaroven jedno-
dussi zptisob, jak optimalni vahy hledat.

Pokud jste se s linearni algebrou jesté nesetkali, ale i tak by
vas to zajimalo, miZete se podivat na nas serial z minulého
roku, ktery se linearni algebie vénuje.

Ukol 4 — Tézky bonusovy tikol: Explicitni vypoéet vah [0b]:
Najdéte maticovy zapis toho, jak vypocitat vSechny opti-
malni vdhy najednou. Tento kol je zcela dobrovolny a za
jeho vyfeseni nedostanete zadné body.

Scikit-learn

Naprogramovat si model neni nikdy na skodu, protoze si
vétsinou ujasnite, jak model funguje, a obcas zjistite, ze
jste si néco neuvédomili béhem pouhého cteni. Kdyz uz
ale chcete trénovat opravdovy model, tak je lepsi sdhnout
po néjaké knihovné, kde je dany model jiz implementova-
ny, protoze knihovny jsou optimalizované na rychlost, fesi
problémy s desetinnymi ¢isly, zaokrouhlovanim a spoustu
dalsich véci.

V tomto seridle budeme pouzivat jazyk Python a knihov-
nu scikit-learn. Knihovny na machine learning existuji i pro

4 https://ksp.mff.cuni.cz/encyklopedie/python-pip.html|
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jiné jazyky, ale v machine learningu je Python nejrozsite-
néjsi. Neni se ¢emu divit, protoze Python se pouziva hlavné
jako rozhrani, kde zapiSete, jak ma model vypadat, ale uz
samotny tréning modelu jiz nebézi v Pythonu, jinak by to
bylo pomalé.

Pro instalaci knihovny staci napsat do prikazové fadky pip
install scikit-learn. Pokud nevite jak na to, tak se po-
divejte na tento ndvod.* Pokud budete mit problém s in-
stalaci, tak se nebojte zeptat na Discordu nebo pres email.

Nyni pojdme prozkoumévat knihovnu scikit-learn! Jedna
z prvnich véci, které se hodi, je naéist si néjaka data. Scikit-
learn ma jiz néjaké datasety (kolekce/sady dat) ptedpiipra-
vené, takze si je mizeme jednoduse nacist. Napiiklad data-
set diabetes, ktery obsahuje data o pacientech s cukrovkou.
V tomto datasetu mame 442 dat pacientt a kazdé dato méa
10 hodnot (feature). Pojdme si vypsat prvnich 5 dat:

import sklearn.datasets

# nacteni datasetu
diabetes sklearn.datasets.load_diabetes()

print(diabetes.datal[:5])
print(diabetes.target[:5])

Funkce load_diabetes vraci objekt, ktery se chova jako
slovnik a obsahuje data pacienti, cilové hodnoty pro pre-
dikci a par dalsich atributt. Data o jednotlivych pacien-
tech dostaneme z atributu data a cilové hodnoty z atributu
target. Samotné data nejsou ulozena v pythonim poli, ale
v numpy poli. Numpy je matematickd knihovna, ktera se
pouziva pro védecké vypocty a najdeme tam implemento-
vané spoustu funkei z linedrni algebry (prace s maticemi,
inverze matici, maticové rozklady, ...), ze statistiky, atd.
Hlavni, co je dillezité védét, ze u normélniho pole v Pytho-
nu, kde kdyz udéldme [:5] (slicing), tak se vytvoil nové
pole. Numpy je optimalizované na rychlost, takze se nové
pole nevytvofi, ale vytvori se jen pohled na ptvodni pole.
KdyZz zménime hodnotu v ptivodnim poli, zméni se i v no-
vém poli a naopak.

Tuto vlastnost si muzeme vyzkouset na nac¢teném datasetu:

dato = diabetes.datal[0]
dato[0] =1
print(diabetes.data[0])

Pouziti numpy se budeme kvili jednoduchosti co nejvice
vyhybat, ale scikit-learn nam pfimo vraci numpy pole, pri-
padné z numpy néco prilezitostné vyuzijeme.

Nyni méme nactend data, tak pojdme vytvorit model li-
nearni regrese. Pro vytvoreni modelu potfebujeme naim-
portovat sklearn.linear_model a vytvorit model pomoci
sklearn.linear_model.LinearRegression(). Konstruk-
tor ma par parametri, ale vSechny vychozi hodnoty jsou pro
nas vyhovujici. Napiiklad parametr fit_intercept fik3,
jestli se bude trénovat bias. Kdyz jsme psali vyse o skryva-
ni biasu do vstupnich dat, tak toto je implementacéni detail
daného modelu, tedy kdyz budete predavat vstupni data
do modelu z knihovny scikit-learn, tak neni potfeba do dat
pridavat jednickovou featuru. Ale nic tim nezkazite, kdyz
ji tam pridate. V daném ptipadé by bylo dobré vypnout
fit_intercept, protoze poté by se v modelu nachézely 2
biasy, coz je zbytecné.

Poté model natrénujeme pomoci funkce fit(data, tar-
get), kde data jsou vstupni data a target jsou cilové hod-
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noty. Nakonec mame natrénovany model a mizeme predi-
kovat pomoci funkce predict(data), kde data jsou data,
které chceme predikovat.

import sklearn.linear_model as 1m

estimator = 1lm.LinearRegression()

# uCime se na vSech datech kromé& posledniho

estimator.fit(diabetes.datal[:-1],
diabetes.target[:-1])

# predikujeme posledni dato

prediction = estimator.predict(diabetes.datal[-1:])

print (f"Predikce: {prediction}")

print (£f"Redlnd hodnota: {diabetes.target[-1:]}")

print (f"MSE: {(prediction-diabetes.target[-1:])**2}")

Ukol 5 — Prozkoumavéame scikit-learn [5b]: Scikit-learn v so-
bé obsahuje spoustu implementovanych modeld, uzitecnych
funkei a riznych transformaci na datech. My vas nechame
prozkoumat dokumentaci scikit-learn® a najit si par uziteé-
nych funkci.

Rozdélte diabetes dataset na trénovaci a testovaci mnozinu.
Tento krok se déla z toho divodu, protoze kdyz trénujeme
model a trénujeme ho na vSech datech, tak nedokiZeme
otestovat, jak model funguje. Proto si ¢ast dat z trénova-
ci mnoziny odebereme, aby jsme mohli na téchto datech
otestovat, jak model funguje.

Nasledné natrénujte model linearni regrese na trénovaci
mnoziné. Poté si nechte vypredikovat hodnoty pro testovaci
mnozinu a spocitejte chybovou funkci MSE. Nakonec pro-
zkoumejte dalsi metriky implementované v knihovné scikit-
learn na méfeni vykonnosti modelu a zvolte si jednu vhod-
nou metriku pro dany typ tlohy, kterd vam piijde uzitecna.
Sviij vybér metriky kratce zdivodnéte (staéi jedna véta).

Nic nedélejte rucné, na vSechno pouzijte knihovnu scikit-
learn.

5> https://scikit-learn.org/stable/modules/classes.html|
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Vsechny tlohy z tohoto seridlu odevzdavejte dohromady
v jednom zazipovaném archivu. VSechny tlohy mtizete ode-
vzdat i v jednom souboru ¢i Jupyter notebooku, ale tento
soubor porad musi byt zazipovany. Pokud tlohy odevzdava-
te v jednom souboru, tak jednotlivé tlohy oddélte do samo-
statnych funkci. Termin odevzdani je 26. listopadu ve 32:00
(tedy dalsi rano v 8:00). Poté lze odevzdévat za sniZzeny po-
¢et bod az do konce roc¢niku.

Kdyz budete mit jakykoliv problém, tak se nebojte zeptat
na nasem Discordu ¢i pomoci emailu. Méjte se famfarové a
v pfistim dilu si natrénujeme rucéné linearni regresi!

Michal Kodad & Ondra Sladky
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Recepty z programatorské kucharky: Zakladni algoritmy

Tato nase kucharka je nejzékladnéjsi ze zakladnich a je ur-
¢ena hlavné pro zacinajici fesitele. To vSak neznamena, ze
zkuSengjsi FeSitelé do ni nahlédnout nemutzou — tfeba na
néjakou konkrétni programatorskou techniku, kterou by si
potfebovali osvézit.

V prvni ¢asti kuchatky se sezndmime hlavné se zakladnimi
principy programovéani, uchovavani dat v pocitaci a zaklady
rychlé manipulace s nimi. Po pre¢teni této ¢asti bychom
méli byt schopni pievést své myslenky z hlavy na papir
¢i do pocitace a méli bychom védét, pro¢ je nami zvoleny
postup rozumny.

Druhé cCast nas poté seznami se zakladnimi postupy, jak
TFeSit urcité konkrétni problémy. Naucime se napiiklad, jak
rychle vyhledavat v usporadané posloupnosti hodnot nebo
jak si pomoci predpocitani usnadnit feseni tézké tlohy.
Vétsinu klicovych ¢asti se pokusime téz ukazovat v podobé
zdrojového kédu ve dvou rtiznych jazycich (v nizkotroviio-
vém C, kde je zapis blizky tomu, jak pocita¢ doopravdy
pracuje, a v Pythonu, ve kterém se piSe o néco piijemnéji).
Nebudeme ale probirat zaklady syntaxe téchto jazyki, ty
si pfipadné miiZete nastudovat jinde.%

Cast prvni: Zakladni pojmy

Algoritmus a program

Pod tajemnym slovem algoritmus se skryva jen jiny vyraz
pro postup. Mftzete si to predstavit jako pfikaz od mamin-
ky ,Béz do krdmu, kup chleba, a kdyz budou mit mékké
rohliky, tak jich vem tucet®.”

Takovyto prikaz klidné mizeme nazvat algoritmem, ackoliv
to bude asi znit nezvykle — pojem algoritmus se totiz po-
uziva hlavné ve svété pocitact. Je to tedy néjaka posloup-
nost zékladnich prikazl, ktera fesi néjaky problém. Vybér
konkrétniho programovaciho jazyka rozhoduje o tom, jaké
zékladni pfikazy budeme mit k dispozici. Vétsinou jsou ale
skoro stejné.

Mezi zékladni prikazy patii:

e Manipulace s daty v paméti (uloZeni ¢i nac¢teni hodnoty,
detailnéji v dalsi kapitole).

e Provedeni n&jakého numerického vypoctu (+, —, *, /).

® Vyhodnoceni néjaké konkrétni podminky a odpovidaji-
ci vétveni programu: Pokud plati A, tak proved B, jinak
proved C. Pfitom B i C mohou byt klidné celé bloky kodu,
tedy libovolné mnoho dalsich zakladnich prikazi.

e Opakovani néjakého prikazu: Dokud plati A, délej B. Ta-
kové konstrukci fikame cyklus a podobné jako u podmin-
ky mtze byt B blok kdédu, ktery se cely opakuje.

e Vstup a vystup programu (typicky vstup od uZivatele
z klavesnice ¢i nacteni vstupu ze souboru; vystup pak mii-
ze znamenat vypsani vysledku na obrazovku nebo tfeba
zapsani dat do souboru).

7 téchto zakladnich stavebnich kameni se sklada kazdy al-
goritmus. Programem potom rozumime realizaci algoritmu
v néjakém konkrétnim programovacim jazyce.

~evs

ze budete mit néjakou posloupnost piikazti, kterd se bude
na spousté mist programu opakovat, coz zbytecné prodlu-
zuje a zneprehlednuje kod.

Resenim tohoto problému je pouziti funkci. Funkci si mi-
zeme predstavit jako né€jakou pojmenovanou ¢ast programu
(s vlastni paméti), kterou mizeme opakované pouzit tim,
ze ji v rtznych ¢astech programu zavoldme. Funkci pfi za-
volani pfeddme parametry (napiiklad seznam ¢isel), které
se dostanou do jeji vnitfni paméti.

Funkce pak na zakladé obdrzenych parametri muze pro-
vadeét néjaké operace, pti kterych pracuje se svoji vnitini
paméti (mluvime o lokdlni paméti, zmény v ni se neproje-
vi nikde mimo funkeci). Na konci ndm funkce muze vratit
néjaky vysledek. Pokud funkce béhem svého béhu zméni i
néjakd data v globdlni paméti, ¢i provede néjakou globalni
operaci (napfiklad vypis textu na monitor), mluvime pak
o funkci s vedlejsimi efekty (neboli side-efekty).

Konkrétnim pfikladem mizZe byt funkce, kterd ndm spocita
odmocninu ze zadaného cisla. Ta dostane jako sviij parame-
tr ¢islo, uvnitt si provede néjaky vypocet, o ktery se jako
uzivatel funkce nemusime starat, a jako vystup nam vrati
spo¢tenou odmocninu.

Reprezentace dat v pocitaéi

Celkem casto si v pribéhu vypoctu naseho algoritmu po-
tfebujeme pamatovat néjaké hodnoty. K tomu nédm pro-
gramovaci jazyky davaji néstroj s nazvem promennd. Ta
predstavuje jakési pojmenované misto v paméti (pfihrdd-
ku), do kterého si mtizeme data ukladat a pak je odtud
zase nacitat.

Typickym piikladem mize byt pocitani souctu cisel, kterad
nam uzivatel zadd na vstupu. Na zacatku nejdrive do né-
jakého mista v paméti ulozime hodnotu 0. Poté postupné,
jak nam uzivatel zadava c¢isla, tuto proménnou pokazdé pre-
¢teme, k jeji hodnoté pri¢teme nové zadané ¢islo a vysledek
opét uloZime na stejné misto.

Takovéto pouziti jedné proménné je velmi jednoduché (tak
jednoduché, ze ho takto podrobné do feSeni KSPcka ne-
piste, neni to potieba), ale také celkem omezené. Co kdy-
bychom si chtéli pamatovat tieba celou zadanou posloup-
nost ¢isel? Mohlo by nam stacit vyrobit si spoustu rizné
pojmenovanych proménnych, ale nejde to 1épe? Jde.

vvvvvv

konstrukci, které obecné nazyvame datovymi strukturams.
Zkusime si ty nejzakladnéjsi pfedstavit.

Pole

Prvni datovou strukturou, kterou si predstavime a kterd
se na vysSe nastinénou situaci naramné hodi, je pole. To
predstavuje spoustu piihradek (proménngch) nasklddanych
v paméti za sebou, ke kterym typicky pfistupujeme pfes je-
den spole¢ny nazev pole a jejich pofadové ¢islo neboli index
(jako NazevPole[0], NazevPole[1], ...).®

Ve vétsiné zakladnich jazyki je pole jen statické, tedy v oka-
mziku jeho vytvareni musime pocitaci fict, jak ho chceme

6 http://ksp.mff.cuni.cz/study/odkazy.html]
7 A jako slusné vychovani se tedy vydate do kramu a koupite tucet chlebii, protoze méli mékké rohliky :-)
8 Pozor, ve svété pocitacii se velmi ¢asto indexuje od nuly, tedy prvni prvek méa v tomto piipadé index 0.
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velké. Nékteré vyssi jazyky ale nabizeji i pole, které se dy-
namicky zvétsuje, takovou konstrukei si ukazeme ve druhé
¢asti kuchatky.

Abychom nebyli omezeni jen jednim rozmérem, miZeme
si klidné vyrobit pole dvourozmérné (ptipadné obecné n-
rozmérné). Dvourozmérné pole je vlastné tabulka hodnot,
nazyvame ji také nékdy matice, a mize se nam hodit napfi-
klad pii reprezentaci riiznych map (plan bludisté) nebo, jak
uvidime nize, pro reprezentaci dalsich datovych struktur.

U pole jiz mé smysl pfemyslet, jak dlouho bude ktera ope-
race trvat. Diky tomu, Ze jsou jednotlivé prvky v poli na-
skladané pevné za sebou, je snadné spocitat umisténi kon-
krétni prihradky. Proto kdyz se pocitace zeptame na obsah
prihrady pole[42], vrati ndm hodnotu ihned.

Tomu budeme ftikat operace v konstantnim case a bude-
me znacit, ze trva ¢as O(1). Efektivitu programu totiz ne-
poéitame v sekundich (protoze kazdy z nds ma asi jinak
rychly podéitad), ale v po¢tu zakladnich operaci, které musi
program radové vykonat. Vice o Casové slozitosti si muzete
predist v kuchafce o slozitosti,” nejdiive viak doporucujeme
docist tuto kucharku.

Ptidani nového prvku na konec pole také zvladneme v kon-
stantnim case. Problém je pfidani nového prvku nékam do-
prostied (coZ se nam typicky stane, pokud budeme chtit
udrzovat hodnoty v poli sefazené a zarovenn do néj vkladat
nové). V takovém pripadé se totiz vSechny prvky za vkla-
danym musi posunout o jednu pozici dal, aby se vkladany
prvek vesSel na své misto. Takova operace tedy muze pro
pole délky N (¢ili pole obsahujici N prvkl) trvat fadové
aZ N krokt, coz zapisujeme jako O(N) a fikdme, Ze je to
vzhledem k N linedrni casovad sloZitost.

To je zna¢na nevyhoda oproti struktufe, kterou si ukazeme
za chvili. Urcité ale pole nezavrhujme. Je to zakladni da-
tova struktura, ktera nalezne pouziti ve spousté programi,
a jak si ve druhé ¢asti kucharky ukazeme, miizeme ho po-
uzit tfeba k rychlému hledani hodnoty metodou bindrniho
vyhleddvani. Nyni ale jiz slibovana dalsi datova struktura.

Spojovy seznam a ukazatele

Pole jsme méli v paméti urcéené jenom tim, ze pocitac védél,
kde je jeho zacatek a kolik mista v paméti zabiraji jeho
prvky. Pfi dotazovani na konkrétni index pak podle indexu
a podle velikosti prvkiu pocitac¢ presné védél, kam do paméti
se mé podivat, aby naSel ndmi pozadovany prvek (to vse
zvladl v konstantnim ¢ase). Jednotlivé prvky si tedy viibec
nemusely pamatovat, kde se nachazi jejich sousedi, protoze
vSechny prvky sedély v paméti za sebou.

Predstavme si ale ted situaci, kdy by si kazdy prvek jesté
pamatoval pozice sousedti. Pak bychom mohli mit prvky
libovolné rozhéazené v paméti a jen by se na sebe vzajemné
odkazovaly (prvni prvek by tvrdil, Ze druhy je na pozici X,
druhy by tvrdil, Ze tfeti je na pozici Y, a tak déle).

‘\’0/1/2/3/4/

o o o 2 o

K lepsimu pochopeni tohoto principu je dulezité si vysvét-
lit, co to je ukazatel (nebo také odkaz ¢i anglicky pointer).
Kazdé misto v paméti pocitace méa své ciselné oznaceni,

9 http://ksp.mff.cuni.cz/viz/kucharky/slozitost
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kterému rikame adresa. Kdyz si vytvarime néjakou pojme-
novanou proménnou, ta se vlastné odkazuje na urcité misto
v paméti a na tomto misté v paméti je jeji hodnota.

Co kdyby ale hodnota proménné byla adresa néjakého ji-
ného mista v paméti? Pak takové proménné rikame pointer
a umoznuje nam vytvaret vysSe popsanou strukturu rozha-
zenych prvkid v paméti.

Spojovy seznam je tedy urCeny svym prvnim prvkem (mé-
me v jedné proménné pointer na tento prvek, ktery se cas-
to nazyva kofen, protoZe z négj ,vyrtstd“ zbytek struktury)
a poté u kazdého dalsitho prvku mame za sebou ulozenou
hodnotu tohoto prvku a odkaz (pointer) na dalsi prvek.
Odkazy mezi prvky mohou byt i obousmérné, mohou vést
dokola (posledni ukazuje na prvn{) ¢i mohou dokonce tvo-

spojovy seznam).

Pokud pointer nema nikam ukazovat, realizuje se to odka-
zanim tohoto pointeru na adresu NULL. To skoro doslovné
tika ,Neukazuji nikam®.

| '

0 1 2 3 4
S S < < o
C_. e e e e

Co nam takto vystavéna struktura umoznuje v porovnani
s polem? Pfistup na konkrétni prvek v ni stoji linearné ¢a-
su, protoZe ho musime ,,odkrokovat“ od prvniho prvku (na
ktery mame pointer), tedy musime udélat az O(N) kroki.
Pokud bychom vSak pointer na dany prvek uz néjak méli,
samoziejmé na néj miazeme pristoupit v konstantnim case.

Naopak pfidéavani prvki na konkrétni misto (i jejich odebi-
rani) mame v podstaté zadarmo a spojovy seznam muZeme
rozsifovat, dokud na néj mame v pocitaci pamét. Ve chvili,
kdy chceme pfidat novy prvek za prvek, na ktery mame
pointer, jen Sikovné pfepojime ukazatele. Pokud predtim
ukazatele vedly A — B, ted povedou A — C — B (a pfi
odebirani naopak).

Zde mizete vidét ukézku pointert a spojovych seznami
v jazyce C, kde jsou tyto véci mnohem vice nizkodroviiové
(ale zato rychlejsi):

#include <stdio.h>

#include <stdlib.h>

// Ptrikazy vjSe naetly do programu

// standardni knihovny a funkce z nich.

// Struktura pro prvek obsahujici dopf¥edné
// i zpé&tné odkazy. Zkracené& tomuto typu
// budeme Fikat "tprvek".
typedef struct prvek tprvek;
struct prvek {
int hodnota;
tprvek *dalsi;
tprvek *predchozi;
};
// Vytvo¥i novy prvek:
tprvek *novy(int i) {
tprvek *aktualni =
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malloc(sizeof (tprvek)) ;
aktualni->dalsi = NULL;
aktualni->predchozi = NULL;
aktualni->hodnota = i;
return aktualni;

}

// Odstrani prvek a vrati pointer na dalsi
// prvek (vréaceni pointeru se hodi pf¥i
// odstraiiovdni kofene):
tprvek *odstran(tprvek *aktualni) {
if (aktualni->predchozi != NULL)
aktualni->predchozi->dalsi =
aktualni->dalsi;
if (aktualni->dalsi != NULL)
aktualni->dalsi->predchozi =
aktualni->predchozi;

tprvek *pomocna = aktualni->dalsi;
free(aktualni);
return pomocna;

}

// Vlozi a vrati pointer na novy prvek:
tprvek *vloz_za(tprvek *aktualni, int i) {
tprvek *pomocna = aktualni->dalsi;

aktualni->dalsi = novy(i);

if (pomocna != NULL)
pomocna->predchozi = aktualni->dalsi;

aktualni->dalsi->dalsi = pomocna;
return aktualni->dalsi;

}
// Pouziti:
int main(void) {
tprvek *koren = novy(1l);
tprvek *aktualni = vloz_za(koren, 2);

aktualni = koren;

while (aktualni !'= NULL) {
printf("%d\n", aktualni->hodnota);
aktualni = aktualni->dalsi;

3

return O;

}

Zde je ukazka spojovych seznamit v Pythonu, kdybychom
si je podobné jako v C chtéli naprogramovat sami (Python
totiz obsahuje spoustu zakladnich struktur jiz hotovych,
podivejte se na modul jménem collections):

class Prvek:
def __init__(self, hodnota):
self .hodnota = hodnota
self.dalsi = None
self.predchozi = None

class Spojak:
def __init__(self):
self.koren = None

def vypis(self, aktualni):
if aktualni is not None:
print (aktualni.hodnota)
self.vypis(aktualni.dalsi)

def vloz_po(self, prvek, za_prvek = None):
if za_prvek is not None:
prvek.dalsi = za_prvek.dalsi
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prvek.predchozi = za_prvek
za_prvek.dalsi = prvek

if prvek.dalsi is not None:
prvek.dalsi.predchozi = prvek

if self.koren is Nome:
self .koren = prvek

def odstran(self, prvek):
if prvek.predchozi is not None:
prvek.predchozi.dalsi = \
prvek.dalsi
if prvek.dalsi is not None:
prvek.dalsi.predchozi = \
prvek.predchozi
# Pouziti:
prvekA = Prvek("A")
prvekB = Prvek("B")
prvekC = Prvek("C")
prvekD = Prvek("D")

seznam = Spojak()

seznam.vloz_po (prvekB)
seznam.vloz_po(prvekD, prvekB)
seznam.vloz_po(prvekC, prvekD)
seznam.vloz_po(prvekA, prvekC)
seznam.odstran(prvekC)

seznam.vypis(seznam.koren)

Fronta a zasobnik

S pouzitim spojovych seznamii (nebo v jednodussim p¥ipa-
dé dokonce i poli) miizeme zkonstruovat dvé velmi uziteéné
datové struktury, frontu a zasobnik.

Fronta funguje tak, jak si ji asi kazdy z nas predstavuje:
ten, kdo se do fronty postavi prvni, také prvni pfijde na
fadu. Trochu jinak si ji miZzeme predstavit jako trubku,
do které na jedné strané sypeme néjaké véci a na druhé
je odebirdme. Anglicky je téZ nazyvand FIFO (,First In,
First Out®).

Praktickou realizaci udélame jednoduse spojovym sezna-
mem. Budeme si drzet dva ukazatele, jeden na zacatek se-
znamu, druhy na konec. Kdyz se objevi novy prvek, ktery
do fronty budeme chtit vlozit, pfiddme ho na konec, za-
timco pfi odebirani z fronty vyuzijeme druhého ukazatele a
vezmeme prvek ze zacatku.

Druhou velmi podobnou datovou strukturou je zdsobnik.
Jak uz ale plyne z anglického nédzvu LIFO (,Last In, First
Out®), funguje spise jako plny Suplik: Nahoru do néj ptrida-
vame nové prvky, a kdyz chceme néjaky odebrat, vezmeme
také zvrchu. To znamenad, Ze prvni se na fadu dostane na-
posledy vlozeny prvek.

Implementace je velmi obdobna jako u fronty, jen bude uka-
zatel pouze jeden a bude ukazovat jenom na jeden konec
spojového seznamu, konkrétné na posledni prvek.

Knihovny

Tyto zakladni struktury uz jsou Casto predpfipravené jako
soucast urc¢itych knihoven v daném jazyce. Knihovna je vét-
sinou sbirka néjakych navzajem souvisejicich funkci, které
jiz nékdo sepsal a které si mizeme do naSeho programu
nacist a pouzivat. Ukazku nacteni knihoven muzete vidét
napiiklad ve vyse zminéném kédu v jazyce C.

Je ale velmi dulezité rozumét tomu, jak knihovni funkce



vnitiné funguji. Protoze jediné kdyz budeme védét, co je jak
rychlé a efektivni, budeme schopni psat rychlé programy.

Ted jiz vime, jak reprezentovat nejzakladnéjsi datové struk-
tury v pocitaci, ale mohlo by se nam hodit zastavit se jesté
chvili u dalsich struktur. Tentokrat je uz budeme studovat
trochu teoreti¢téji.

Stromy a grafy v informatice

Grafy

S néjakymi grafy jste se jiz mozna potkali, ale tento pojem
je bohuzel docela pfetézovany. Jednim jeho vyznamem jsou
ykoldCové grafy“ a jiné dalsi diagramy znazortujici néjaky
pomér (at uz to jsou vysledky voleb, nebo pomér lidi, ktefi
sledovali v televizi Veéernicek).

Dalsi vyznam mutzeme nalézt v analytické matematice, kde
se potkame s grafy pribéhu néjakych funkci. My vsak ne-
méame na mysli ani jedno z vy$e zminénych, ted se budeme
bavit o kombinatorickych grafech.

Grafem tedy mame na mysli néjakou mnozinu objektu, 1i-
kejme jim wvrcholy, a néjaké vztahy mezi nimi. Tyto vztahy
nazyvame hranami a jsou vyjadiené dvojicemi vrchold, me-
zi kterymi vedou. Ukézku takového grafu vidime tfeba na
nasledujicim obrazku.

Jako praktickou ukazku grafu si mizeme naptiklad predsta-
vit silni¢ni sit néjakého statu: vrcholy budou mésta a hrany
budou silnice, které mezi nimi vedou.

Obcas se miZete setkat s pojmem souvisly graf. Ten zname-
na jen to, Zze mezi kazdymi dvéma vrcholy existuje néjaka
cesta. Pokud tomu tak neni, je graf nesouvisly a da se roz-
lozit na nékolik mensich graft, které jiz souvislé jsou a rika
se jim komponenty souvislosti.

Samotny graf poté muzeme doplnit tim, Ze si v kazdém
vrcholu nebo na kazdé hrané budeme pamatovat né&jakou
hodnotu (napiiklad cenu nejlevnéjsiho benzinu ve méstech
a délku v kilometrech na silnicich). Pamatovani si hodnot
ve vrcholech je docela obvykla technika a nema specialni
néazev, ale pokud budeme mit graf, ktery si pamatuje hod-
noty na hranéch, budeme o ném mluvit jako o ohodnoceném
grafu.

Dalsi moznou tpravou je, ze kazda hrana povede jen jed-
nim smérem (jednosmérné silnice), takovym graftim fikdme
orientované (pokud pak v orientovaném grafu chceme sil-
nici obéma sméry, prosté do néj priddme dvé hrany, jednu
v kazdém sméru).

Posledni, co nam schazi k praktickému pouziti grafi, je na-
uCit se, jak je reprezentovat v pocitac¢i. Existuje nékolik
moznosti (v popisech bude n znaéit pocet vrcholii, m pocet
hran):

10 http://ksp.mff.cuni.cz/kucharky/
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e Seznam sousedu — vrcholy grafu budeme mit uloZené
v poli a u kazdého vrcholu budeme mit (spojovy) seznam
¢isel dalsich vrcholt, do kterych z aktualniho vrcholu ve-
de hrana. Zabird misto O(n+m) a hodi se pro ¥idké grafy
(tedy grafy, kde je m fadové stejné jako n).

e Matice sousednosti — tabulka n x n, kde na souradnicich
[i, 7] je jednicka (nebo jind hodnota, v pfipadé ohodno-
ceného grafu), pokud z i do j vede hrana, a nula, pokud
tam hrana neni (u neorientovanych grafti je navic mati-
ce symetrickd — je jedno, jestli vezmeme [i, j] nebo [j,1]).

Hodi se pro husté grafy, kde m ~ n?.

e Matice incidence — radky reprezentuji vrcholy, sloupce
hrany. V kazdém sloupci jsou pravé dvé jednicky — indexy
vrcholl, mezi kterymi hrana vede. Zabird vsak O(mn) a
jejl pouziti byva dost neohrabané, takze je vétsinou lepsi
dat prednost jiné reprezentaci grafu. Je ale dobré o ni
védet.

Grafy jsou velmi Siroké téma. Mtuzeme hledat jejich mini-
malni kostry, mizeme v nich hledat nejkratsi cesty ¢i skrze
né poustét pod tlakem vodu. Vice o nich si tedy mutizete pre-
Cist v nékteré z nasich specializovanych grafovych kuchaiek,
které odkazujeme z naseho kuchaikového rozcestniku.'°

Stromy

Mozna si tikate, co ma informatika u vSech elektront spo-
lecného s lesnictvim? Kupodivu celkem mnoho a bez stromu
bychom se v leckterém piipadé jen tézko obesli. Informa-
tické stromy sice nejsou vétsinou tak zelené, maji ale, na
rozdil od svych dfevnatych sourozencd, mnoho jinych pék-
nych vlastnosti.

Strom je vlastné specidlnim pfipadem souvislého grafu, kte-
ry neobsahuje Zzadnou kruzmici (cyklus). To znamend, Ze
mezi kazdymi dvéma vrcholy stromu existuje pravé jedna
cesta.

Diky této vlastnosti mizeme néjaky zvoleny vrchol prohla-
sit za koten a strom za néj pomyslné zavésit (tak, Ze strom
roste od kofene smérem dolil), této operaci se ¥ikd zakore-
néni. Pak mizeme mluvit o tom, Ze z kofene smérem dolu
(informatické stromy maji tradiéné kofen nahote) vyristaji
néjaké podstromy.
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Pokud je strom zakofenény, mtizeme v ném mluvit o hloub-
ce kazdého vrcholu, neboli o jeho vzdélenosti od kofene.
Hloubka celého stromu je pak nejdelsi ze vzdalenosti od
kofene k néjakému z listd (tak fikdme vrcholtim, které jiz
nemaji zaddné syny, tedy vrcholy, které by z nich vyrtstaly).
Podle hloubky poté mizeme vrcholy stromu usporadat do
jednotlivych hladin.

Velmi ¢asto pouzivame stromy, které jsou néjak pravidelné.
Prikladem jsou tfeba bindrni stromy, které maji v kazdém
vrcholu maximélné dva syny (Fikdme jim levy a pravy pod-
strom). Reprezentovat se daji bud obecné jako kazdy jiny
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strom (v kazdém vrcholu spojovy seznam podstromit), nebo
velmi pékné i v poli.

Sta¢i si pomyslné doplnit bindrni strom na dplny (to je
takovy, ktery ma vSechny své hladiny plné) a pak ho od
kofene smérem dolt po hladindch oéislovat (kofen dostane
¢islo nula, jeho synové ¢isla jedna a dva, dalsi hladina ¢isla
ti az Sest, atd.).

Mizeme si vSimnout, ze pokud si v takovém ocislovani vez-
meme jakykoliv vrchol s éislem (indexem) ¢, jeho synové
jsou praveé vrcholy s indexy 2i 4+ 1 a 2¢ 4+ 2. Do pole nize je
zapsany binarni strom z obrazku vyse.

6 7 8 10

index 0 1 2 3 4 5 9
1 5 9 14 — — 4 7

hodnota 8 3 12

Jak plyne z ocislovani, pro Gplny bindrni strom je ulozeni
v poli efektivni a neplytvame mistem. Pokud ale strom tupl-
ny nebude, zistanou ndm v poli volna mista. Ulozeni v poli
se tedy vyplati jen pro stromy, které se od uplnych prilis
nelisi.

Specialnim pfipadem binarnich stromu jsou pak jesté bindr-
ni vyhleddvact stromy. Jsou to norméalni binarni stromy, pro
néz navic plati, ze af si vezmeme libovolny vrchol, budou
hodnoty vrchold v jeho levém podstromu mensi nez hod-
nota tohoto vrcholu a hodnoty v jeho pravém podstromu
naopak veétsi.

V takovém stromu pak zvlddneme snadno vyhledavat. Bu-
deme ho postupné prochazet od kotfene a v jednotlivych vr-
cholech budeme porovnavat hledanou a aktualni hodnotu
a podle toho sestupovat do spravného podstromu. Podob-
na technika je detailnéji popsana ve druhé casti kucharky,
v sekci Rozdel a panuj.

Na slozitéjsi datové struktury stavéjici na téchto zakladnich
(haldy, intervalové stromy, ...) se muZete podivat do né-
které z nasich dalsich kucharek, na jejichz prehled jsme vas
uz odkazali o kapitolu vyse.

Cast druha: Programatorské techniky

Tato ¢ast by méla slouzit jako rychly prehled a ukazka rtz-
nych technik, které se daji pouzit pfi feSeni tlloh z KSPcka,
nebo pfi programovani obecné.

Rekurze

Rekurze je velmi dtlezita programatorska technika. V pod-
staté znamend definovani néjaké véci (af uz je to néjaky
objekt ¢i postup vypocétu) pomoci sebe sama.

Rekurzivné mtze byt napiiklad zadéna néjaka datova struk-
tura. Tteba stromy jsou péknym ptikladem rekurzivné de-
finované datové struktury — kazdy vrchol stromu muize mit
syny, a kazdy z téchto syni je sém o sobé strom (tedy i osa-
moceny vrchol bez syntl je stromem).

Prakticky je to realizovano tak, ze kazdy vrchol mé svou
hodnotu a pak jesté seznam ukazatelid vedoucich na dalsi
pripadné podstromy. S ukazateli jsme se jiz potkali a s je-
jich pomoci jsme si postavili spojovy seznam. A piesné tak,
spojovy seznam je také ve své podstaté rekurzivni datova
struktura.

Kromé rekurzivnich datovych struktur se ale ¢asto potkava-
me i s rekurzivnim postupem vypoctu néjakého programu,
nejcastéji realizovanym ve formé funkce, ktera volad sama
sebe (vétSinou s jinymi parametry, jinak by to asi nemélo
smysl), takové funkci se ika rekurzivoni funkce.

— 14 —
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koncovou podminku, tedy podminku, pfi niz uz se rekurze
zastavi. Jinak by se totiz mohlo stat, ze by rekurze bézela
donekonecna.

Presnéji rekurze by se i tak v néjakou chvili zastavila, ale
skoncila by chybou, protoze by ji dosla pamét — kazdé volani
funkce si totiz ukousne kus paméti (musi si pamatovat, kam
se po skonceni m4 vratit), a pokud ma rekurzivni funkce jes-
té néjaké lokalni proménné, musime si nékde ulozit vSechny
lokalni proménné funkci, z kterych jsme se doposud nevra-
tili.

Rekurzivni funkce a pfevod na nerekurzivni cyklus

Typickym piikladem rekurzivni funkce je vypocet Fibo-
nacciho ¢isel. Ta jsou definovana tak, ze fo = 1, f1 = 1
a n-té Fibonacciho ¢islo je souétem dvou predchozich (f, =
fr—1+ fn—2). To ndm d4va posloupnost ¢isel 0, 1, 1, 2, 3, 5,
8, 13, ... pokracujici donekonecna. Pokud toto pfrepiSeme
do programového kédu, tak dostavame nasledujici zapisy:
V jazyce C:
int fib(int n) {

if (n==0) return O;

else if (n==1) return 1;

else return fib(n-1) + fib(n-2);
}

V Pythonu:

def fib(n):
if n ==
return O
elif n ==
return 1
else:
return fib(n-1) + fib(n-2)

Jak vidime, je pfepis celkem piimocary. Pokud by se ndm
vSak rekurze v néjakém pripadé nelibila, mizZeme se kaz-
dé rekurze zbavit. Rekurzivni volani totiz mizeme Sikovné
prepsat na néjaky cyklus se zdsobnikem.

Pak jen v cyklu odebirame prvky ze zasobniku, dokud neni
prazdny, a za kazdé rekurzivni zavolani do zédsobniku prida-
me parametry, se kterymi bychom nasi funkci volali. Timto
postupem prevedeme kaZzdou rekurzivni funkci na nerekur-
zivni.

Jesté doplnime poznamku, ze ve vétsiné programovacich
jazyku kazdé volani funkce stoji néjaky cCas, sice maly, ale
kdyz se volani provadi opakované, tak se to uz nascita. Pro
realnou implementaci je tedy nejlepsi pokusit se rekurzi pre-
vést na nerekurzivni volani, pokud to néjak rozumné jde.

Obcas to jde dokonce i jednoduseji a bez zasobniku. Podi-
vejte se na alternativni variantu vypoctu Fibonacciho ¢isel
nize a rozmyslete si, co déla.

V jazyce C:
int fib2(int n) {
if (n == 0) return O;
int a = 0; int b = 1;
while (n > 1) {
int pomocna = a + b;

a = b;
b = pomocna;
n--;
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return b;

}
V Pythonu:
def fib2(n):
if n ==
return O
a=0; b=1

while n > 1:
(a, b) = (b, atb)
n-=1

return b

Jak vidite, je i tato funkce elegantni a navic béhd mno-
hem rychleji nez jeji rekurzivni varianta. Tato funkce béha
v O(n), kdezto rekurzivni varianta pocitala stejné véci mno-
hokrét dokola (zkuste si nakreslit néjaky strom volani pfed-
chozi funkce, pfipadné se podivat dopifedu do podkapitolky
Piedpocitané mezivysledky).

Rekurzivni varianta v tomto pfipadé miize bézet az v case
O(2™), coz je pro velkd n mnohem pomaleji nez O(n). D4
se ale celkem lehce rozmyslet tprava rekurzivni varianty,
aby bézele také v O(n), zkuste si rozmyslet jak.

Backtracking

S rekurzi silné souvisi i pojem backiracking, ¢esky by se
snad dalo fici ,,metoda pokusu a omylu“. Timto pojmem
oznacujeme proces, kdy postupné zkousime vSechny moz-
nosti, jak vyfesit néjaky problém.
Metoda pokusu a omylu se tento proces nazyva proto, ze
pokud jiz nemiZzeme pokracovat dal (tfeba v piipadé, ze
v bludisti dojdeme do slepé uli¢ky), vratime se kus zpét
a zkusime jinou (zatim nevyzkouSenou) moznost. Takto po-
stupné zkusime kazdou moznost, a bud nalezneme nami hle-
dané feSeni, nebo se vratime aZz na vychozi pozici a zjistime,
Ze TeSeni neexistuje.
Backtracking byva casto realizovan pomoci rekurze, uka-
zeme si to na prikladu hledani rozkladu zadané ¢astky na
mince o hodnotéach 5 K¢ a 3 K¢ (vsimnéte si, ze v takto ome-
zeném penéznim systému nejde slozit tieba Castka 7K&).
Nase funkce dostane jako parametr zbyvajici ¢astku a zku-
si rekurzivné provést rozklad na jednotlivé mince:
V jazyce C:
bool rozloz(int castka) {
// Koncova podminka rekurze
if (castka == 0) return true;
else if (castka < 0) return false;
else if (rozloz(castka-5)) {
printf(" 5 Kc");
return true;
} else if (rozloz(castka-3)) {
printf(" 3 Kc");
return true;
} else return false;

}
V Pythonu:

def rozloz(castka):
if castka ==
return True
elif castka < O:
return False

elif rozloz(castka-5):
print(" 5 Kc")
return True

elif rozloz(castka-3):
print(" 3 Kc")
return True

else:
return False

V kazdém kroku zkusime nejdfive pouzit pétikorunovou
minci a zavoldme se na zbylou ¢astku, a kdyz nas rozklad
nevyjde, zkusime v tomto kroku pouzit jesté tiikorunu. Tak-
to se rozhodujeme v kazdém kroku rekurze a pripadné se
vracime z netspésnych vétvi vypoctu a zkousime dalsi moz-
nosti.

Takovym postupem ale vyzkousime az exponencialné mno-
ho moznosti (O(2")), coz neni moc rychlé. Proto je dopo-
rucovano se backtrackovani radéji vyhnout, nebo ho néjak
chytte vylepsit. Je vSak dobré o backtrackovani védét, pro-
toze existuji problémy, které efektivnéji fesit neumime.

Rozdél a panuj

vvvvv

blému na mensi ¢asti, které opét miizeme rozdélit na mensi
a tak dale, dokud se nedostaneme k problémtim tak malym,
Ze je uz umime trividlné vyftesit.

Binarni vyhledavani v poli

Ptedstavme si, Ze mame sefazené pole n prvkit a chceme
zjistit, jestli se v ném nachézi prvek s hodnotou k. Urcité
mizeme projit celé pole v linedrnim ¢ase (tim, Ze budeme
brat jeden prvek za druhym a kontrolovat, zda je roven
hodnoté k), ale to je zbyteéné pomalé a nevyuzivé toho, ze
mame pole sefazené.

Mizeme totiz zacit s velkym problémem a ten postupné
zmensSovat na stale mensi a mensi. Nejdrive hledame k v ce-
lém poli. Podivame se na jeho prostiedni prvek:

e Pokud je roven k, jsme hotovi.

e Je-li vétsi nez k, vime, ze se k musi nachézet nalevo od
néj. Mizeme tedy hledat znovu, ale tentokrat se omezit
jen na levou polovinu pole.

¢ Analogicky, je-li mensi nez k, muzeme hledat jen v pravé
poloviné.

Kdyz timto postupnym délenim problémiti na mensi dojde-
me az k poli o velikosti jednoho prvku, staci tento prvek
jenom porovnat, dal uz se pole nepokousime rozdélovat.

JelikoZ se nam kazdym krokem problém zmensi na polovinu,
maximalné po logn krocich se dostaneme na pole velikos-
ti jedna. Rikame, Ze algoritmus mé logaritmickou casovou
sloZitost, piseme O(logn).*!

Prakticky postup provadime tak, Ze si udrzujeme levy a pra-
vy okraj aktualné zpracovavaného tseku a postupné je k so-
bé priblizujeme.

Ukézka hlavni smycky v C:

int polel] = {1,2,5,7,12,16,42};

int hledane = 8;

int L = 0, R = 6;

int x;

Pokud neni feceno jinak, znamend pro nas v informatice znacka log dvojkovy logaritmus, coz je funkce opacnd k funkci 2™
a roste o hodné pomaleji nez funkce linedrni. Pro velkd n plati: 1 < logn < n a naptiklad log2 = 1,1log 8 = 3,1log 1024 = 10.

—15 —
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do {
int prostredni = (L+R)/2;
x = polel[prostrednil];
if (x == hledane)
printf ("Pole obsahuje hledane\n");
else if (x < hledane)
L = prostredni + 1;
else
R = prostredni;
} while (L < R &% x !'= hledane);

if (x != hledane)
printf ("Hledane neni v poli\n");

Ukéazka v Pythonu jako funkce vracejici index prvku nebo
—1, pokud hledané ¢islo nenalezne:

def bin_vyhled(pole, hledane,
levy_index=0, pravy_index=None):
if pravy_index is None:
pravy_index = len(pole)
while levy_index < pravy_index:
prostredni = (levy_index +
pravy_index) // 2
x = pole[prostredni]
if x < hledane:
levy_index = prostredni + 1
elif x > hledane:
pravy_index = prostredni
else:
return prostredni
return -1

# Zavolani:
print(bin_vyhled([1,2,5,7, 8,12,16,42], 1))

Dalsi aplikace

Dalsi typickou aplikaci postupu rozdél a panuj je naptiklad
tFidéni posloupnosti pomoci Mergesortu. Ten v zdkladu fun-
guje tak, ze kazdou posloupnost, kterou dostane k setfidé-
ni, rozdéli na poloviny a kazdou z nich setfidi rekurzivnim
zavolanim sebe sama. Zanotfovani se zastavi ve chvili, kdy
tfidime posloupnost délky jedna (ta uz je z podstaty setfi-
dénd). Pak jen v kazdém kroku ze dvou set¥idénych mensich
posloupnosti vyrobi jejich slévanim setfidénou posloupnost
dvojnasobné délky.

Vice se 0 metodé Rozdél a panuj muzete dozvédét ve stej-
nojmenné kuchaice.!?

Predpocéitané mezivysledky

Motivaci k této kapitole je nasledujici motto: ,,Pro¢ pocitat
néco vicekrat, kdyz nam to staci spocitat jednou a zapa-
matovat si to?¢.

Velmi ¢asto se totiz setkdvame s tim, ze néco pocitame stale
dokola. Jako priklad si mzeme pfipomenout nasi rekurziv-
ni implementaci pocitani Fibonacciho ¢isel zminénou vyse.

Kdyz se podivame na vypocet ¢isla £ib(5), vidime, Ze pro
né&j volame £ib(4) a £fib(3), fib(4) vold £ib(3) a fib(2),
£ib(3) vold £ib(2) a £ib(1) a tak dale. VSimli jste si, ko-
likrat se nam tyhle vypocty opakuji? Néktera Fibonacciho
Cisla spocteme totiz zbyteéné mnohokrat.

http://ksp.mff.cuni.cz/viz/kucharky/rozdel-a—panui

f2 i fi fo fi fo

i Jo

Kdybychom si je namisto opakovaného pocitani nékde pa-
matovali, mohli bychom pak odpovéd na dotaz na jiz vy-
poctené ¢islo vytdhnout jako kralika z klobouku v konstant-
nim c¢ase. Zavedenim jednoho globalniho pole, ve kterém si
tyto hodnoty pro jednotlivd n budeme pamatovat, nam sni-
71 ¢asovou slozitost z O(2™) na péknych O(n). Takovému
postupu se obecné fika dynamické programovdni.
Dynamické programovani

Nejprve uvedme na pravou vahu vyraz ,,dynamické* v na-
zvu. Nevystihuje tak aplné podstatu této techniky a jeho
historické pozadi je celkem slozité, avSak dnes je tento na-
zev jiz tak zazity, Ze se uz pravdépodobné nezméni.

Slovo ,, dynamické” ¢astecné odkazuje na to, ze se dynamic-
ky (za béhu programu) postupné stavi feseni jednodussich
problémt, ktera jsou nasledné pouzita pro feseni slozitéj-
§ich. Jeho hlavni podstatou je tedy ukladani a opétovné
pouziti jiz jednou vypoctenych udaju.

Hodi se na tlohy, které se daji délit na podulohy, které
jsou si podobné a mohou se opakovat. Vysledky takovychto
poduloh si poté ukladame a pti dotazu na stejnou podtulohu
vratime jen ulozeny vysledek a vypocet jiz neprovadime.
Pro dalsi prohloubeni znalosti muzete na nasem webu na-
hlédnout do dalsi kuchatky, tentokrat nesouci (prekvapivé)
nazev Dynamické programovani.'3

Prefixové soucty

Velmi casto se ndm hodi si jesté pred samotnym vypoctem
predpocitat a ulozit néjaké hodnoty, které poté pouzijeme.

Predstavme si naptiklad problém nalezeni souvislého tseku
s nejvétsim souctem v néjaké posloupnosti kladnych i zapor-
nych ¢sel. Ze to neni Gplné jednoduchy piiklad, si ukazme
na nésledujici posloupnosti:

1,-2,4,5,—1,-5,2,7

Mame zde dvé ryze kladné souvislé posloupnosti, kazdou se
souftem 9 (4,5 a 2,7). Ale pfesto je vyhodné&jsi vzit i né-
jaké zadporné hodnoty a vytvorit tak souvislou posloupnost
o souctu 12 (zkuste ji nalézt).

Mohlo by néas napadnout, ze prosté zkusime vzit vSechny
mozné za¢atky a vSechny mozné konce. To ndm dava O(n?)
moznych posloupnosti (méme n moznych zacatku a ke kaz-
dému z nich fadové n moznych konctt), pro kazdou posloup-
nost si spo¢teme soudet (to zvlddneme v O(n)) a budeme si
pamatovat ten nejvétsi nalezeny. Cely nas postup tak trva

O(n?).

To neni pro takhle jednoduchou tlohu zrovna ten nejpék-

wevs

http://ksp.mff.cuni.cz/viz/kucharky/dynamicke-programovani
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¢et libovolné posloupnosti v konstantnim case. Cely princip
je vlastné az kouzelné jednoduchy, ale zarovenn velmi mocny.
Na zacatku vypoctu si do pomocného pole P stejné délky
jako posloupnost na vstupu (té fikejme S) ulozime takzva-
né prefizové soucty: i-ty prefixovy soucet je soucet prvnich
i+ 1 prvka S, neboli P[i] = S[0] + S[1] + ...+ S[i].

Pro nas ukazkovy pripad a pro vstupni pole oznacené S by
to dopadlo takto:

i -1 0 1 2 3 4 5 6 7T
S[i] 1-2 4 5-1-5 2 7
Pl 0 1-1 3 8 7 2 4 11

Pole prefixovych souc¢td umime ziskat v linerarnim case —
prosté jen od zacatku prochézime vstupni pole, poc¢itame
si priubézny soucet a ten zapisujeme.

Soucet libovolného tseku a. . . b pak ziskdme v konstantnim
Case jako prefixovy soucet od zacatku do indexu b minus
prefixovy soucet od zac¢atku do indexu a. Zapsano progra-
mové to pak je:

soucet = P[b] - P[a-1];

To ndm umoziuje snizit ¢as potifebny na feSeni této tilohy
na O(n?). To je uz lepsi ¢as; prozradime vsak, Ze tuto tilohu
Ize Tesit dokonce v linedrnim cCase, ale to je jiz nad ramec
této kucharky.

Dvourozmérné prefixové soucty

Prefixové soucty se daji zobecnit i do vice rozméri, ale prin-
cip je vzdy stejny. Napiiklad dvourozmérné prefixové soucty
u matice funguji tak, ze si predpocitame soucty podmatic
zacinajicich levym vrchnim polickem a konéici na indexu
[z, y].

7 toho je vidét, Ze prefixovy soucet zpravidla obsadi stej-
né velky prostor jako ptivodni data, v tomto pfipadé tedy
budeme mit matici hodnot prefixovych sou¢ti koncicich na
zadanych soufadnicich. Jak ale ziskat soucet néjaké pod-
matice, ktera se nachazi nékde ,,uprostfed“ nasi matice?

Pouzijeme stejny princip jako u jednorozmérného pfipadu:
Pri¢teme vétsi ¢ast, kterou chceme zapocitat, a odecteme
od ni ¢asti, které zapocitat nechceme. Pro piipad podmati-
ce zacinajici vlevo nahote na pozici [z, y] a konéici napravo
dole na [X,Y] to ilustruje nésledujici obrézek:

[0,0]
A B |
_____ [_‘T_J_J]: '[Xv y]
C
[ Y] [X,Y]

Nejdiive pri¢teme cely prefixovy soucet konéici na pozici
[X,Y]. Tim jsme ale zapod¢itali i éasti A, B a C z obrazku,
které zapocitat nechceme. Tak odecteme prefixové soucty
konéici na indexech [X, y] a [z,Y]. Ale pozor, ted jsme ode-
Getli jednou A + B a jednou A 4 C, tedy ¢ast A (prefixovy
soucet koncici na pozici [z, y]) jsme odedetli dvakrat, musi-
me ji proto jesté jednou pficist.

Cely vzorec tedy vypada takto:

soucet = P[X,Y] - P[X,y]l - P[x,Y] + P[x,y];
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Tento princip pri¢itani a odecitani se da zobecnit i pro libo-
volné vyssi rozméry, ale chce to jiz trosku predstavivosti, co
se mé pricist a kolikrat. Rik4 se tomu také princip inkluze
a exkluze a najde pouziti nejen u vicerozmérnych prefixo-
vych souctu.

Vyvazeni délky pfedvypocétu a hlavniho vypoctu

Spravné vyvazit, kolik ¢asu mizeme vénovat na predvypo-
¢et a kolik ¢asu na hlavni vypocet, je velice dilezita véc
a spousta i zkusSenéjsich fesiteld v tom obcas chybuje. Pi-
tom to pri trose pocitani neni viibec nic slozitého.

Jako prvni je potfeba védét, kolikrat ndm predvypocet bé-
hem béhu programu pomuze. Pfredvypoctem si totiz vybu-
dujeme za néjaky cas uritou datovou strukturu, pomoci
které pak dokazeme rychle odpovidat na zadané dotazy.

Oznacme si pocet takovychto dotaz, které program za bé-
hu dostane, jako Q. Bud to muze byt hodnota pfimo ze
zadani typu ,,Zkonstruujte datovou strukturu pro n hod-
not, ktera zvladne rychle odpovidat na dotazy daného ty-
pu, a ocekavejte fadové m dotazi“, nebo se muze jednat
o néjaky interni dotaz v rdmci béhu programu (piiklad in-
terniho dotazu je tfeba vyse uvedeny algoritmus na hledani
souvislé podposloupnosti s co nejvétsim souctem, ktery se
za béhu ptal na soucty né&jakych tsekit).

Dale si oznac¢me jako O, cas, ktery ndm zabere piedvypo-
cet a jako O, cas, ktery ndm usetti kazdy predvypocitany
dotaz. Celkovy cas, ktery uSetfime, je pak vlastné @ -Q,.
Pokud je tento ¢as radové vétsi nez O,, predvypocet ma
smysl.

Naopak nemé smysl travit predvypoctem fadové vice casu,
nez by trval samotny vypocet bez pouziti predpocitanych
hodnot.

Jako priklad uvazujme problém o velikosti n, u kterého ma-
me tii moznosti, které mizeme zvolit. Mtzeme bud pred-
vypocet plné vynechat a na kazdy dotaz odpovidat v case
O(n), nebo provést predvypocet v ¢ase O(nlogn) a poté
odpovidat na kazdy dotaz v ¢ase O(logn), nebo provést
piedvypocet v ¢ase O(n?) a pak odpovidat v ¢ase O(1) na
dotaz.

Kdy se ndm co hodi?

® Pokud bychom dostali jen jeden dotaz, nemé smysl si
cokoliv pfedpodéitavat a odpovime jednou v ¢éase O(n).

® Pokud bude dotazii fadové n, ma smysl pouzit prvni
predvypocet. Pak budeme mit ¢as na pfedvypocet i na
samotny vypocet O(nlogn), coz je optimum.

e Naopak pokud by dotaztl bylo fadové n? nebo vic, tak
se nam jiz prvni predvypocet nevyplati, dostali bychom
se totiz na ¢as O(n?logn). Zde se hodi pouzit druhy,

delsi predvypocet a pak se dostat na casovou slozitost
O(n? +n?-1) = O(n?).

Hladové algoritmy

Vérte nebo ne, ale i pocitac se nékdy citi hladovy. Po nama-

havé praci mu miZzeme doptat to potéseni, aby si ukousl co

nejvétsi kus dat. A ukézeme, Ze nékdy je to i ku prospéchu.

Reé bude o hladovijch algoritmech.

Takovymi algoritmy rozumime ty, které hledaji resSeni ce-

1é tlohy po jednotlivych krocich a spliiuji nasledujici dvé

podminky:

® V kazdém kroku zvoli lokalné nejlepsi reseni.

e Provedené rozhodnuti jiz nikdy neodvolava (tedy neback-
trackuje).



Lokalné nejlepsi feseni je takové, které v aktualnim kroku
vybere tu moznost, kterd nam na tomto misté nejvice po-
muze (bez jakéhokoliv ohledu na globalni stav). Mize to
byt tfeba nejvyssi hodnota, nebo nejkratsi cesta v grafu.

Pokud ale od hladového algoritmu chceme, aby ndm nasel
globalné nejlepsi feseni, musi nase tloha splnit pfedpoklad,
ze si vybérem lokalné nejlepsiho feseni nezhorsime to glo-
béalni. Tento pfedpoklad se nedd formulovat obecné a je
nutné se nad nim zamyslet zvlast u kazdé ulohy.

Priklady hladovych algoritmu

Prvni hladovou tlohou bude (jak jinak) automat na jidlo
vracejici mince. Automat by mél vracet penize nazpét tak,
aby vratil dany obnos v co mozna nejmensim poc¢tu minci.
Pro na$ ménovy systém (méme mince hodnot 1, 2, 5, 10,
20 a 50K¢) lze tuto dlohu Fesit hladovym algoritmem —
v kazdém kroku algoritmu vratime tu nejveétsi minci, kterou
miZeme (tedy pro vraceni 42K¢é to bude 42 = 20 + 20 +
2K¢).

Ménové systémy vétsiny stati jsou postavené tak, aby fun-
govaly takto pékné, neplati to ale obecné. Zkusme si vratit
42 K¢, pokud bychom méli jen mince hodnoty 20, 10 a 4 K¢.
Spravnym feSenim je 42 = 20 4+ 10 + 4 4+ 4 + 4 K¢, hladovy
algoritmus by ale zkusil vratit 42 = 20420+ ... a tady by
selhal.

Dale se velmi casto daji hladovym algoritmem feSit néja-
ké tlohy pfidavani nebo odebirani skupin prvki. Typickym
ptikladem je tifeba rozvrzeni naplanovanych prednasek do
uCeben. Sefadime si zacatky prednasek podle Casu a po-
stupné bereme jednu za druhou a umistujeme je do volnych

uceben s nejnizsim cislem.

Tim jsme si urcité nic nerozbili, protoze v néjaké ucebné
prednaska byt musi. Urcité budeme potfebovat tolik uce-
ben, kolik je maximélné prednések v jeden cas, a diky tomu
si umisténim prednasky do néjaké ucebny nezablokujeme
misto pro jinou pfednasku, jelikoz nam vzdy zbude dosta-
tek volnjych uceben.

Kdybychom ale naopak méli pevné zadany pocet uceben
a chtéli jsme do nich umistit co mozné nejvice prednasek,
nejedné se jiz o tlohu fesitelnou hladovym algoritmem, v ta-
kovém pripadé je potfeba zvolit néjaky chytiejsi postup.

Zavér

Doufam, Ze jste si z tohoto rozsdhlého textu odnesli néjaké
nové znalosti a poznatky, které vam pomohou nejen v feseni
KSP.

Pokud jste zacinajicimi Tesiteli, zkuste s pomoci kuchatky
vytesit nékolik leh¢ich tloh a jejich feseni poslat — nové na-
byté znalosti je totiz nejlepsi co nejdrive protrénovat. Nic si
nedélejte z toho, pokud napoprvé nevyresite vSechno, s po-
stupnym zkousenim se budou vase znalosti jen zlepsovat.
Zkusengjsi fesitelé mozna v kuchafce nalezli néjaké ujasné-
ni pojmi, ¢i si nékteré techniky osvézili.

A pokud tento text povazujete za dobry, budeme jen radi,
pokud ho doporucite svym kamaradtm a spoluzakim, ktefi
chtéji s programovanim zacit.

Uvodnim kurzem vafeni podle kuchatky vas provedl

Jirka Setnicka

Webové stranky:
lhttps: //ksp. mff.cuni.cz/|

K
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E-mail:
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KSP pro vas pripravuji studenti Matematicko-fyzikalni fakulty Univerzity Karlovy.
Realizace projektu byla podpofena Ministerstvem skolstvi, mladeze a télovychovy.

Organizatori a kontakty:
https: //ksp.mff.cuni.cz/kontakty /|
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