Korespondenc¢ni Seminar z Programovani

36. rocnik KSP
Mili resitelé, tesitelky a resitelcatal
Dostava se k vam tfeti ¢islo hlavni kategorie 36. ro¢niku KSP.
Letos se miiZete tésit v kazdé z péti sérii hlavni kategorie na 4 normalni dlohy, z toho alespori
jednu praktickou opendatovou. Déle na kucharky obsahujici néjaka zajimava informaticka
témata, hodici se k lohdm dané série. Obcas se nam také objevi bonusova X-kova tloha,

za kterou lze ziskat X-kové body. Kromé toho bude soucasti sérii serial, jehoz dily mohou
vychazet samostatné.

Autorska feseni iloh budeme vystavovat hned po skonceni série. Pokud nas pak pfi opravo-
véani napadnou néjaké komentafe k feSenim od vas, zverejnime je dodatecné.

Odmény & na Matfyz bez pfijimacek

Za Gspésné feseni KSP miizete byt p¥ijati na MFF UK bez piijimacich zkousek. Uspésnym
FeSitelem se stava ten, kdo ziskd za cely ro¢nik (hlavni kategorie) alespoii 50 % bodd. Za
letosni rok piijde ziskat maximalné 300 bodti, takze hranice pro tspésné feSitele je 150.
Maturanti pozor, pokud chcete prominuti vyuzit letos, musite to stihnout do konce ¢tvrté
série, patad uz bude moc pozdé. Také kazdému tesiteli, ktery v tomto ro¢niku z kazdé série
dostane alespon 5 bodi, darujeme KSP propisku, blok, nalepku na notebook a mozna i dalsi
prekvapeni.

Termin série: nedéle 18. iinora 2024 ve 32:00 (tedy dalsi rdno v 8:00)

Odevzdavani: Pies web na adrese pittps://ksp.mff.cuni.cz/h/odevzdavatko /|

Znacky tloh: () Lehdi dloha (G jeji ¢st) vhodna pro zadatecniky

@’ Uloha, u které doporuc¢ujeme zadist se do kuchaiky Q Serialovéa tloha

8 Experimentalni (neobvykld) tloha

Prosinec 2023

Praktickd open-data tiloha

Odmeéna série: Sladkou odmeénu si vyslouZi ten, kdo nam napise fesSeni 1 teoretické tlohy v angli¢tiné. Pro inspiraci
nabizime anglické Teseni ¢asti 3. série 35. roéniku.! Kdybyste si nebyli jisti terminologii, napiste

nam na english@ksp.mff.cuni.cz, radi poradime.

Treti série tricatého Sestého ro¢niku KSP

36-3-1 Modla pro hrosi bohy 11 bodu

celoc¢iselné soutadnice x a y jednotlivych vrcholt.

Obyvatelstvo Hrochova vzdy Zilo v miru a pokoji pod

W1l ochranou hrosich boht. Posledni dobou je ale zacala
suzovat Castd zemétieseni. Jestli to takhle ptjde dal, tak
zanedlouho z mésta nic nezbude. Urcité museli své bohy
nééim rozhnévat. Aby si je udobfili a zachranili mésto, roz-
hodli se vzit nejvétsi kdmen, ktery vydolovali v mistnim
lomu, a udélat z néj modlu pro hrosi bohy. Aby minimali-
zovali Sanci dalsich zemétfeseni, rozhodli se modlu postavit
tak, aby byla co nejvyssi. Hrosi bohové prece nebudou chtit
ttast zemi, kdyz tim hrozi, Ze si povali vlastni modlu.

Kéamen méa tvar konvexniho mnohotihelniku. Najdéte, na
kterou stranu se mé postavit, aby byl nejvyssi. Modla bude
podepiend, takze muize stat na libovolné strané, bez ohledu
na polohu tézisté. Pokud vice stran dosédhne stejné vysky,
muzete vybrat libovolnou.

Toto je praktickd open-data tloha. V odevzdavacim sys-
tému si nechate vygenerovat vstupy a odevzdate prislusné
vystupy. Zalezi jen na vas, jak vystupy vyrobite.

Formdt vstupu: Na prvnim Fadku je ¢islo N — pocet vr-
choltit mnohotihelniku. Na kazdém z dalsich N tadkt jsou

I https://ksp.mff.cuni.cz/viz/35-3/reseni-en

Formdt vystupu: Na vystup vypiste jedno ¢islo — index stra-
ny, na kterou se ma mnohotuhelnik postavit. Strany jsou
indexované podle prvniho vrcholu. Strana jedna vede mezi
prvnim a druhym, strana dva mezi druhjym a tfetim a tak
dale, az nakonec hrana N vede mezi N-tym a prvnim.

Ukdzkovy vstup: Ukazkovy vystup:
5 4

-1 2

-1 -1

2 -1

53

35

Na prvni a druhé strané ma vysku 6, na tfeti a paté 4,2 a
na ¢tvrté 5v/2. Nejvyssi je tedy na étvrté.


https://ksp.mff.cuni.cz/h/odevzdavatko/
https://ksp.mff.cuni.cz/viz/35-3/reseni-en

36-3-2 Pamétové omezeny tablet 11 bodu

, Tablete, tablete, fekni mi, kdo je na svété nejsymetrictéj-
§i7“ pté se opét kral. Tentokrat se ovsem neptéd kouzelného
zrcadla. Zrcadlo kral vyhodil a poridil si chytry nastén-
ny tablet! Tablet vyfoti kamerami spoustu obrazku krale a
vyhodnoti jeho symetri¢nost na svém procesoru. Nicméné
vyrobci Setfili, dali mu malo paméti, ktera sotva staci na
par obrazki.

Tentokrat neni problém v rozhodovani symetri¢nosti krale,
to tablet hravé zvladne. Ale aby to udélal, musi nejdiive
potizené obrazky predzpracovat — vlastné vyhodnoti néco
jako matematicky vyraz, ktery s obrazky pocita: nejdiive
yzprumeéruje“ obrazek levého ucha krale s jeho nosem, poté
»secte“ obrazky levé a pravé nohy, vysledky spolu ,,vynaso-
bi“, a tak dale. .. Vypocet na obrazcich se vlastné da popsat
binarnim stromem.

Vstupem vaseho algoritmu bude binarni strom, ktery po-
pisuje vyhodnocovani néjakého ,matematického“ vyrazu,
ktery ale misto s Cisly pocitd s obrazky. Listy jsou obraz-
ky krale, vnitini vrcholy reprezentuji operaci, ktera néjak
kombinuje dva obrazky do jednoho ¢i transformuje jediny
obrazek (vrcholy s jen jednim synem jsou tedy povoleny, viz
priklad nize), vysledek z kofene je pak findlni obrazek, ze
kterého tablet uz snadno urci symetrii krale. Obrazky jsou
ale velké, tudiz vasim tkolem je vymyslet, jak zadany strom
vyhodnotit v takovém poradi, abyste si v pribéhu museli
pamatovat co nejméné obrazkt. Mate tedy najit jakysi pldn
vypoctu.

Vsechny obrazky, tedy listy i vysledky vnitinich vrchold,
jsou stejné velké. Obrazky v listech jsou v poéatku vypoctu
uloZeny na disku tabletu, pamét tedy spotfebuji, az jakmile
je chcete pouzit pro vyhodnoceni néjaké operace. Pro vy-
hodnoceni typického vnitifniho vrcholu se dvéma potomky
je vzdy potfeba pouzit minimalné tii kusy paméti zaroven:
dva, ve kterych uz jsou uloZzeny obrazky obou potomku vy-
hodnocovaného vrcholu (at uz jsou vnitfnim vrcholem nebo
listem), a jeden, kam se uloz{ vysledek.

Struktura stromu je ddna pevné a neni mozné ji ménit.
Napftiklad nelze vyuzivat pripadné komutativity nebo aso-
ciativity operaci ve vrcholech — o operacich ostatné vibec
nic nevime.

Vymyslete algoritmus, jak pro libovolny binarni strom ur-
¢it poradi vyhodnocovani vrcholt, pii kterém se spotfebuje
presné optimalni mnozstvi paméti. Pozor, Ze ndm nesta-
éi asymptoticky optimélni pamét, chceme ji opravdu spo-
tfebovat co nejméné v absolutnich cislech: plan, ktery na
né&jaky strom spotiebuje pamét na 10 obrazk, je horsi nez
plan, ktery musi uklddat jen 9 obrazka. Tedy pocet za-
pamatovanych obrazkl v paméfové nejnarocénéjsim misté
vami napldnovaného vypoc¢tu musi byt co nejnizsi. Pamét
méfime pouze na pocet obrazka.

Naopak vas algoritmus, ktery bude plan hledat, nema zadna
¢asova nebo pamétova omezeni. Jeho ¢asova slozitost by ale
méla byt, tentokrat asymptoticky, co nejrychlejsi.

(0)
(D
® @

V prikladu vyse by plan vypoctu, ktery pocita vnitini vr-
choly (¢i nacita listy) v pofadi 3, 1, 4, 5, 2, 0, pouzil
pfi pocitani vrcholu ¢islo 2, protoze je potfeba si pamatovat
vysledek z vrcholu 3, listy 4 a 5 a navic i misto na vysledek
pro vrchol 2.

Plan 4, 5, 2, 3, 1, 0 je ovSem lepsi, a v tomto pfipa-
dé i optimélni. V nejnarocnéjsim misté si totiz pamatuje
jen 3 obrazky. Toto nastane hned nékolikrat, konkrétné pii
pocitani vrchola 2, 1 a také 0.

Toto je teoretickd tloha. Neni nutné ji programovat, ode-
vzdéva se pouze slovni popis algoritmu. Vice informaci zde:
http://ksp.mff.cuni.cz/viz/tinfd

36-3-3 Hromady odpadu 12 bodua

Vénoce a Silvestr skondily a zanechaly za sebou spoustu ne-
poradku. Kevin se proto rozhodl, zZe by si rad letos u sebe
doma poradné uklidil. Nebude to vSak mit jednoduché, tuto
¢innost béhem minulého roku znac¢né zanedbéaval a v poko-
ji mu mezitim vyrostlo N hromad odpadu. Kazda takova
hromada mé néjakou vysku v; a odpovida sloupci na sobé
nahazenych v; predméti.

Protoze Kevin rad pracuje efektivné, prinesl si k usnadnéni
uklidu pracovni nafadi — lopatu a velmi silnou kyselinu.

Lopatou je schopen vzdy nabrat libovolny pocet pfedméti
z vrchu jedné z hromad a vylozit je kousek vedle. Tim danou
hromadu snizi o néjaké celociselné k a zaroven zalozi novou
hromadu vysky k. Keviniv pokoj je neobvykle prostorny,
takZe takto muze v pribéhu uklidu zalozit libovolny pocet
hromad celociselné vysky.

Pokud Kevin nechce odpad jen pfemistit, ale pfimo znicit,
pouzije kyselinu. Tu je schopen jednim pohybem rovnomeér-
né rozprostiit po vSech hromadach a nechat ji na kazdé
hromadé rozleptat jeden predmét z vrchu.

Vasim tkolem bude vytvorit algoritmus, jez pro Kevina na-
lezne nejkratsi moznou posloupnost téchto dvou operaci,
tedy rozdéleni jedné hromady na dvé celé ¢asti a snizeni
vsech hromad o 1, vedouci k odstranéni veskeré necistoty.

Mizete predpokladat, ze jsou hromady pomérné nizké. Tim
myslime, Ze vyska nejvyssi z hromad bude fadové tak velka
jako celkovy pocet hromad N.

Pokud ma napiiklad Kevin v pokoji hromady vysek 5, 7,
13, tak je jeden z moznych postupi pouzit kyselinu a snizit
vSechny hromady o 1. Tim ziskdme hromady vysek 4, 6, 12.
Nasledné v jednom kroku rozdélime hromadu vysky 12 na
dvé hromady vysky 6. Zbyly nam tak hromady vysek 4, 6, 6,
6, kterych se jednoduse zbavime pouzitim kyseliny Sestkrat
za sebou. K tuklidu jsme celkem potiebovali 8 kroki a lze
ukézat, ze rychleji to nejde.


http://ksp.mff.cuni.cz/viz/tinfo

Toto je teoretickd tlloha. Neni nutné ji programovat, ode-
vzdava se pouze slovni popis algoritmu. Vice informaci zde:
http://ksp.mff.cuni.cz/viz/tinfd

36-3-4 Nejlepsi programovaci jazyk, ¢ast II1. 11 b.
8 V predchozi ¢asti jsme se naudili vyrabét konstanty
] a duplikovat ¢isla. Tentokrat je ¢as v ksplangu? —

naSem nejlepSim programovacim jazyku — konecné napsat
néjaké poradnéjsi programy.

Pokud jste ne(vy)fesili pfedchozi éast, viibec to nevadi. Na-
hlédnéte do feSeni predchozi ¢asti, kde najdete potiebné
stavebni bloky (vyrobeni nuly, zdpornych éisel, univerzal-
ni duplikaci), které mizete v této ¢asti vkladat do svych
programi.

Do feseni predchozi ¢asti se podivejte i v piipads, zZe jste
predchozi tlohu vyftesili. Naleznete v ném totiz duplikaci,
ktera je univerzdlni, tedy zvladne zduplikovat libovolné ¢is-
lo. V predchozi tloze stacilo naprogramovat duplikaci pro
omezeny rozsah Cisel, nicméné tentokrat se bude na feSeni
tkolid hodit pravé tato univerzalni varianta. Také je mozné,
ze v feSeni najdete nové uziteéné triky.

Kromé toho jsme vylepsili nas simuldtor, nyni je v ném
mozno program krokovat a podivat se na stav zasobniku po
kazdé instrukci. Dalsi novinkou je moznost zapnout textovy
rezim, kdy do zasobniku mizete zapisovat text. Vstupni
text se prevede na Unicode code pointy a vystup programu
se po dobéhnuti také vypise jako text. V této tloze textu
jesté nevyuzijeme, ale zlepSuje to moznost pouziti ksplangu
v produkci.

Tuto ulohu odevzdavejte v odevzdavatku, podobné jako
bézné opendata tlohy. Generované vstupy muzete v ode-
vzdavatku ignorovat, vase ksplangové programy odevzda-
vejte v textové podobé jakozto vystup k danému tkolu. Po
odevzdani je nas interpreter ksplangu spusti na nékolika ne-
vefejnych testovacich vstupech a da vam védét o vysledku.

Zasobnik mé omezeny pocet prvku, v této tloze je to vzdy
2097152, a jeho prekroceni ukonéi program chybou. Ve
vSech tikolech muzete predpokladat, ze se na zasobnik vejde
aspon dalsich 1000 ¢isel. Narozdil od pfedchozi lohy mu-
zete pri velmi neefektivni implementaci narazit na ¢asovy
limit. Nastavili jsme jej tak, ze by vase programy mély sti-
hat dobéhnout, i kdyz jsou patnactkrat pomalejsi nez nase
referenc¢ni feseni.

Ukol 1 — Sekvence [3b]:

Zacéneme rozcvickou. Na vrcholu zasobniku je kladné ¢islo
k. Nahradte jej sekvenci k az 0, véetné.

Pred ¢islem k£ mohou i nemusi byt dalsi hodnoty. Musi zi-
stat nezménény. Na zasobnik se vzdy vejde aspon 1000 + k
dalsich cisel.

Ukdazkovy vystup:

42 42 3210

Ukdzkovy vstup:
42 42 3

2 https://ksp.mff.cuni.cz/viz/ksplang

Ukol 2 — Razeni [4b]:

Na vrcholu zasobniku naleznete &islo k& (k > 1), a pod nim
dalsich k ¢isel. Na zasobniku nic jiného neni. Sefadte ce-
Iy zésobnik s vyjimkou horniho éisla & (poctu prvkid) od
nejmensiho na dné po nejvétsi navrchu. Pocet prvka &k na
vrcholu zasobniku odstrante, nezatfizujte jej.

Cisla k sefazeni na zisobniku mohou byt libovoln4, zejmé-
na upozornujeme, ze by program mél umét zpracovat i ¢islo
—263, Univerzalni duplikaci, ktera zduplikuje libovoln4, &is-
la, naleznete v [feSeni piredchozi ¢asti.

Ukazkovy vystup:
-4 1134

Ukazkovy vstup:
34-4115

Ukol 3 — Poéet é&isel na zasobniku [4b)]:

V pfedchozim tkolu jsme dostali pocet ¢isel na zasobniku
sikovné ptipraveny. To je ale pékny podvod, pfi normalnim
pouziti ndm toto nikdo neda. Je Cas to vyfesit.

Pridejte na zasobnik jedno ¢islo: pocet Cisel pri zacatku
béhu programu. Zasobnik pred timto ¢islem musi ziistat
zachovan. Zasobnik na vstupu neni prazdny, vzdy je na ném
alespon jedno ¢islo.

Cisla na zasobniku mohou byt libovoln4 v celém rozsahu
znaménkovych 64-bitovych ¢isel. Univerzalni duplikaci, kte-
r4 zduplikuje libovolna &sla, je v feSeni predchozi ¢asti.

Ukdzkovy vystup:
1356 -2 3

Ukdzkovy vstup:
1 356 -2

36-3-X1 Vylet do Japonska 10 bodu

Toto je bonusovd uloha pro zkusSenéjsi resitele, téZsi neZ
ostatni ulohy v této serii. Neziskdte za ni klasické body,
nybrz dobry pocit, Ze jste zdolali néco vyjimecného. Kromé
toho za sprdvné veseni dostanete specidlni odmenu a body
se vdm zapocitaji do samostatnych vysledki KSP-X.

Kevin je na skolnim vyletu do Japonska. A protoze let do
Japonska je jaksi... dlouhy, rozhodl se, ze se béhem néj
naudi par slovicek. Na letisti si koupil slovnik a ted si v ném
listuje.

Kevin se uci slova nasledujicim zptisobem: Opakované se uci
slabiky (posloupnosti znakil), na které narazi ve slovniku.
Slovo potom umi vyslovit, kdyZz ho umi rozdélit na slabiky,
které umi vyslovit. (Tyto slabiky se ale nesmi ptekryvat.)

Kevina by zajimalo po kazdé naucené slabice, kolik slov jiz
umi vyslovit. Prozradite mu to?

Pocitejte s tim, ze 1 < |Smax| € N < Q. Kazd4 hodnota je
radove vétsi nez predchozi: Mala konstanta, délka nejdelsiho
slova, pocet slov, pocet naucenych slabik.


http://ksp.mff.cuni.cz/viz/tinfo
http://ksp.mff.cuni.cz/viz/36-2-4/reseni
http://ksp.mff.cuni.cz/viz/36-2-4/reseni
http://ksp.mff.cuni.cz/viz/36-2-4/reseni
http://ksp.mff.cuni.cz/viz/36-2-4/reseni
https://ksp.mff.cuni.cz/viz/ksplang

Ukazkovy vstup: Ukazkovy vystup:
Slova:
konnichiwa
sumimasen
ichi

sushi
shinkansen

NDNNRFE R~ = O

Naucené slabiky:
shi

su

nkan

s

en

ic

umimase

Nejdiiv Kevin bude umét vyslovit |sulshi| po dvou nau-
¢enych slabikach. Po péti naucenych slabikdch bude umét i
| shil|nkan|s|en].

Toto je teoretickd tloha. Neni nutné ji programovat, ode-
vzdéva se pouze slovni popis algoritmu. Vice informaci zde:
http://ksp.mff.cuni.cz/viz/tinfd

12 bodu

36-3-S Ucime klasifikatory

Q Prave ctete treti dil seriglu. Pokud jste predchozi dily
neresili, pro pochopeni nasledujicich odstavct je vhod-

né si je prinejmensim precist. Navic je stdile mozné ode-

vzddvat ulohy z nich za polovinu bodi.

V tomto dilu seridlu se podivame na nejbéznéjsi tlohu stro-

jového uceni, kterou je klasifikace.

Klasifikace

O Klasifikaci jsme se bavili uz v prvnim dilu seridlu. Ukolem
je prifadit vstupnim datim jednu z predem danych kate-
gorii. Napfiklad dostaneme obrazek a mame urcit, jestli se
na ném nachézi pes, nebo kocka. Nebo dostaneme umélecké
dilo a mame urcit, jakym stylem je nakresleno.

Pro zacatek se spokojime s klasifikaci do dvou t¥id, pozdé-
ji si ukdzeme rozsifeni na vice tiid. Jak toho docilit? Kdyz
nevime, tak zkusme upravit model, ktery jiz mame — linear-
ni regresi. Uprava bude postavena na jednoduché myslence.
Vystup linedrni regrese prozeneme néjakou funkei, abychom
z néj zjistili, ktera tfida je pravdépodobnéjsi. Této funkci
budeme fikat aktivacni funkce.

Po této aktiva¢ni funkci budeme chtit, aby davala prav-
dépodobnostni distribuci do 2 t¥id (Bernoulliho distribuci,
viz déle). Jelikoz klasifikujeme do dvou t¥id, tak ndm staci
jedna pravdépodobnost, druhé se jednoduse dopocita ja-
ko jedna minus prvni pravdépodobnost. Z toho vyplyva,
Ze vystup funkce musi byt v intervalu (0, 1). Jinymi slovy,
vysnéné funkce bude davat pravdépodobnost, Ze dato patii
do prvni tfidy.

Nase vysnéné funkce se bude nazyvat sigmoida (anglicky
sigmoid). Funkci budeme zna¢it symbolem o a ma tento
predpis:

1
Clte®
Z ptedpisu je vidét, ze vystup funkce je v intervalu (0, 1).
V minus nekonec¢nu funkce konverguje k nule a v kladném
nekonecnu k jedné. V bodé nula je funkce rovna 0.5, coz
intuitivné odpovida, ze v bodé nula se méni, jaka tfida bude
predikovana.

o(x)

Pro shrnuti uvedeme presny vzorec pro predikci, kdyz zna-
me optimalni vahy w:

1
kde z - w je skalarni soucin vektord x a w, coz je predpis
linearni regrese, kdyz bias pfiddame jako novou vahu do vek-
toru w. Misto skalarniho soucinu si tam miizete predstavit
soucet z prvniho dilu seridlu. Pro vétsi prehlednost jsme
pouzili tento zapis.

Distribuce

Pted chvili jsme zde Sermovali se slovem distribuce, ale ten-
to termin jsme nevysvétlili. Nyni tento nedostatek napravi-
me. Distribuce (téZ pravdépodobnostni rozdéleni) je funk-
ce, ktera prifazuje kazdému elementarnimu jevu hodnotu
(pravdépodobnost) v intervalu (0,1). Dale musi platit, ze
soucet pravdépodobnosti vSech jevi se rovné jedné. V na-
Sem pripadé jsou elementarni jevy t¥idy, které predikujeme.

Bernoulliho distribuce

Pozdéji (pro derivovani chybové funkce) budeme potfebo-
vat generovat iplnou distribuci, neboli chceme najit funkci,
které kdyz fekneme, ze chceme pravdépodobnost pro prvni
tfidu, tak ndm ji vyda, a podobné pro druhou t¥idu. Tedy
chceme najit predpis funkce, kterda nim na dotaz na prvni
tFidu vyd4 hodnotu o(x) a pro druhou t¥idu 1 —o(x), ¢ ob-
racené podle toho, jak si ocislujeme t¥idy. Nastésti Bernoul-
liho distribuci jde veelku jednoduSe (moZné trochu trikové)
zapsat jako:

py,t) =o(y)' (1 —o(y)'™
kde y je vystup linearni regrese na néjakém datu a ¢ je t¥ida
(0 nebo 1), na kterou se ptame.

Maximalné vérohodny odhad

Dobra, mame funkci, ktera dava distribuci a kterou chce-
me optimalizovat, ale jakou mame pouzit chybovou funkci?
U linearni regrese jsme pouzivali chybovou funkci MSE, ale
zatim jsme se vibec nezabyvali tim, kde se vzala a proc
je to dobry napad. Nyni ukazeme, jak se dostat k chybové
funkci, a nastinime i, jak jsme se dostali k MSE.

Méjme dataset piikladd X = {x1,...,x,} ndhodné a neza-
visle vybranych dat z distribuce pgat.. Samotnou distribuci
Ddata Nezndme. Nasim cilem je najit distribuci pmodel (z; w),
ktera bude co nejvice odpovidat distribuci pgata, kde x je
vstupni dato a w jsou vahy. Jak ale bylo feceno, my distri-
buci pgata nezname, zname jen mnozinu prikladt X nahod-
né vybranych z této distribuce.

Jelikoz chceme namodelovat distribuci ppedel, potfebuje-
me néjakou distribuci vyrobit z datasetu X. Tuto distri-
buci budeme znacit jako pgata @ bude se nazyvat empirickd
distribuce (empirical distribution). Empiricka distribuce se
vytvori veelku intuitivné a kdybyste to dostali za tkol, tak
byste prisli na stejny vypocet. Spocitame, kolikrat se v da-
tasetu vyskytuje dana tfida, a tento pocet se vydéli poctem
prikladt v datasetu. Tedy pokud v datasetu mame 50 ob-
razku kocicek a 150 obrazkt pejski, tak empiricka distri-
buce bude dévat pravdépodobnost 0.25 (25 %) pro kocicky
a 0.75 (75 %) pro pejsky.

Predpokladame, ze tato empirickd distribuce pgasa bude co
nejvice podobna distribuci pgats a tedy dava smysl modelo-
vat distribuci ppodel tak, aby co nejvice odpovidala empi-
rické distribuci pgasa. Pokud by tento predpoklad neplatil,
tak z podstaty véci by zadné strojové uceni nefungovalo.


http://ksp.mff.cuni.cz/viz/tinfo

Dale si trochu vice povime, co je to distribuce pyodel @ pro¢
jsme ji takto slozité definovali jako funkci ,dvou“ paramet-
. Pmodel (2; w) je parametrizovana rodina distribuci, kde w
jsou vahy ¢i parametry distribuce. Rodina distribuci je ur-
¢itd mnozina distribuci daného typu. Napriklad rodina Ber-
noulliho distribuce, kterd modeluje pravdépodobnost dvou
t¥id a ma jeden parametr, ktery urcuje pravdépodobnost
prvni t¥idy. My ve vysledku chceme namodelovat urcitou
(napt. Bernoulliho) distribuci, ale nesmime zapominat, ze
trénujeme vahy w linearni regrese, a teprve z vystupu line-
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arni regrese vytvarime distribuci.

Pokud méame fixni vdhy w, tak pmodel(x;w) nebo prosté
Pmodel (Z) je pravdépodobnost, Ze dané dato bude vygene-
rovano z dané tridy. Napiiklad pokud bychom klasifikovali
do 3 tiid, prvni tfida mize mit pravdépodobnost 0.3, druhé
0.5 a tteti 0.2.

Pokud misto toho mame fixni vstupni data X, tak

L(w) = pmode1<X; U}) = H pmodel(‘rﬁ w)
=1

se nazyva vérohodnostni funkce (likelihood function nebo
jen likelihood). Pozor na to, Ze vérohodnostni funkce neni
pravdépodobnostni distribuce, protoze i kdyz jsou hodnoty
mezi 0 a 1, nemusi se secist na jednicku. Vcelku dava smy-
sl, Ze to neni pravdépodobnostni funkce. P¥i uc¢eni modelu
totiz hledame takové vahy w, Ze dostaneme-li dato x, bude
pravdépodobnost cilové t¥idy co nejvétsi (nejlépe 1).

Zde stoji za zminku, pies co poé¢itdme soucin (velké pismeno
11)- Je to soucin pies nas dataset — empirickou distribuci
Pdata (distribuci pgata nezname).

Nyni chceme maximalizovat vérohodnostni funkci (maxi-
mum likelihood estimation), a to znamend, Ze chceme najit
takové vahy w, které maximalizuji vérohodnostni funkci.
Cim vétsi je vérohodnostni funkce, tim vice se nage distri-
buce pmoder bude priblizovat k empirické distribuci pgata.
Samoziejmé bychom se chtéli pfiblizit k redlné distribuci
Pdata, ale tu nezname.

n
WMLE = arg maxpmodel(X; w) = argmax H pmodel(xi; w)
Funkce argmax plni tcel vybirani nejlepsich vah w. Mi-

w
Zete si to predstavit tak, ze argmax projde vSechny moz-
w

né vahy w a vybere tu, kterd maximalizuje vérohodnostni
funkci. Samoziejmé by toto bylo moc pomalé, tak misto
aplné metody projiti vSech vah pfi implementaci pouzije-
me SGD algoritmus z minulého dilu serialu.

Nyni si trochu budeme hrat s vyrazem. Nejdfive miize-
me vyraz zlogaritmovat. Kdyz vyraz zlogaritmujeme, ma-
ximum se nezméni, protoze logaritmus je rostouci funkce.
Navic logaritmus dokéaze soucin prevést na soucet, coz se
velice hodi, protoze sou¢inem bychom mohli rychle podtéct
presnost floatovych ¢isel. Ziskame:

n

arg max [ [ pmodel (2i; w)
=1

n
= arg max Z 10g Pmodel (T3 W)
=1

Nyni zbyva posledni krok a to pfevést maximalizaci na mi-
nimalizaci. Tento krok se muze zdat zbytec¢ny, ale kdyz mate
jiz naimplementované algoritmy pro minimalizaci, tak proc¢
je nevyuzit. Navic se dobfe o tom premysli, jako o minima-
lizaci chyby. Prevedeni se udéla jednoduse, budeme scitat

zaporna Cisla:

n
arg max Z log pmoder (x; w) =
i=1

n
= arg n}ii)n Z — 10g Pmodel (43 W)
i=1

Poslednimu vyrazu se ¥kd negative log-likelihood (NLL) a
toto je naSe hledana chybova funkce. Kdyz vyraz trochu
upravujeme v arg min,, dokazeme dostat cross-entropy a
KL divergenci.

Toto se hodi védét, protoze i kdyz predpisy funkci NLL,
cross-entropy a KL divergence se lisi, ve skutecnosti se jed-
na o stejnou chybovou funkci. Abychom byli pfesni, tak
dané funkce negeneruji stejné hodnoty, ale generuji stej-
né minima a maxima. Déle kdyZz narazite na rtzné ¢lanky,
budou uvadeét, ze pouzily danou chybovou funkci, ale ve
skutecnosti je to ekvivalentni s NLL.

Musite se ale mit na pozoru, protoze pokud framework jako
tfeba PyTorch implementuje vice takovych funkci, vétsinou
to neni jen tak. Tvirci knihoven nejsou hloupi a vétsinou se
tyto funkce 1isi tim, co méte davat za vstup dané chybové
funkci.

Znovu derivujeme

Vyborné, mame chybovou funkei (negative-log likelihood),
aktivaéni funkci (sigmoidu) a mame ptedpis funkce, kterd
z aktivaéni funkce déva pravdépodobnostni distribuci. Sa-
moziejmé mohli bychom mit aktivaéni funkci, kterd dava
pravdépodobnostni distribuci a posledni krok by byl zby-
tecny, ale nyni mame specificky pfipad. Mame i obecny op-
timaliza¢ni algoritmus na hleddni minima chybové funkce
(SGD) a mohli bychom fict, Ze jsme hotovi. Skoro ano,
ale potiebujeme vypocitat derivaci chybové funkce a jeli-
koZ soucasti chybové funkci je sigmoida, nebude to tplné
trivialni.

Chceme tedy minimalizovat negative-log likelihood pravdeé-
podobnostni distribuce:

—logp(t | =5 w),

kde funkce p dava pro jednotlivé t¥idy pravdépodobnosti
toho, Zze model dostane vstupni dato x s vdhami w. Kdy-
bychom chtéli byt forméalnéjsi, jedna se o podminénou prav-
dépodobnost vystupnich t¥id, pficemz podminkou je, Ze do-
staneme na vstupu vstupni dato x s vdhami w.

Nyni si rozepiSeme funkci p:
—logo(z)'(1—o(2)"™

@ Tato ¢ast je technickd a pokud ji nebudete tplné cha-
pat, muzete ji pfeskolit az k nésledujicimu nadpisu.
Dilezity je vysledek derivace.

Ted uz méme vSe pfipraveno a muzeme zacit derivovat.

Budeme pocitat derivaci podle jedné vahy w;, a pak z toho
vykoukame, jak ma vypadat cely gradient podle vah.

Fu; ~lo8 o(y) 1—oy) "=

P~ tlogo(y) + (1 —t)log(l —o(y)),

kde y = x - w (pfedpis linearni regrese).



Nyni mizeme logaritmy derivovat oddélené, protoze deri-
vace souctu je soucet derivaci. Zaroven pouzijeme tetézove
pravidlo pro derivaci slozené funkce. To Fika, Ze

Toto pravidlo pouzijeme nékolikrat za sebou. Zatim budeme
derivovat jen prvni logaritmus.

0 _Of Og
oz (9(z)) = (‘Tg "o
—tlogo(y) = —t logo(y) = —t 0 logo(y) 80()
ow, BT T T BT T T a0 (y) BT Gy 7Y
0 0 0 0 0 0
= —f—— ] i Ly = —t—2 1 i . .
Bo(y) 8 o(y) ayo(y) 9w;? o) 8 o(y) 6y0(y) 9w, Y
Nyni staci vypocitat jednotlivé derivace a pak je pronéasobit (-t 1 1 0
mezi sebou. Zaéneme jednoduse s prvni derivaci logaritmu. =-(- )1 —o(y) (=1)- awia(y)
Budeme uvazovat, ze logaritmus je o zdkladu e (pfirozeny 1
logaritmus). Pouzitim jiného logaritmu se minimum nezmé- =(1- t)m co(y)-(1—0o®) zi=0—-t)o(y) =

ni a prirozeny logaritmus se jednoduse derivuje. Derivace
prirozeného logaritmu In z se rovna 1/x, tedy

0
5o 27 = 5

To $lo hladce, nyni se vrhneme na derivaci sigmoidy. Nejdfi-
ve pouzijeme derivaci podilu, kterd je rovna:

0 f(z) _ f(x)g(x) = f(z)g'(x)

dz g(x) g(x)?
Dale derivace funkce e™® je —e™*. Tedy derivace pro nasi
sigmoidu bude:

oy T g1t ey T (1+ev)

Nyni trochu budeme upravovat vyraz, abychom se dostali
k jednodussimu tvaru.

x

e Y

e Y _ 1 e Y
(1+e¥)?2 1+4+ev l4ev
Prvni zlomek je roven o(y). Druhy budeme dal upravovat

tak, Ze k nému pricteme a zase odecteme jednicku. To je
korektni operace, a pomiize nam dojit k hezkému vysledku:

e v —1—-eY4eY
1-1 =1 =
+ 1+ev * 14e7v
1
=1—-—- —1—
15 e a(y)
Ziskali jsme tedy:
o o(y) =o(y) - (1 -o(y))
By Yy) =00y Y

Posledni derivace, kterou potfebujeme spocitat, je jiz jed-
noduché (to uz je jen linedrni regrese):

0

Tow=ux;

Nyni vSechny derivace spojime dohromady a dostaneme:

—tlogo(y) = —t

1
——o(y)-1—o(y)) zi=
a(y) '
—t(1—o(y)) -z

Derivace druhého logaritmu je uz jednoduché, jen si musime
davat pozor na znaménko minus:

(“)wi

1 0
1-0(y) Ow;

9 (1~ t)log(1 - o(y) = —(1—1)

B, (1-0a(y))

-6 —

Nakonec se¢teme obé derivace a dostaneme:

8?01- —tlogo(y) + (1 —t)log(l —o(y))
—t(L=a(y) -z + (1 —t)o(y) -z

Vypoéitana derivace

(o(y) — 1) - @

Vysledné derivace podle vahy w; je:

coz se da prepsat jako:

kde p je predikce pro dato x a t je t¥ida, kterou chceme pre-
dikovat (0 nebo 1). Pozorné&jsi z vés jiz si mohli v§imnout,
ze toto jsme nékde vidéli. Ano, vysledna derivace vychazi
stejné jako u linearni regrese. Nahoda? Uplné ne, ale pro¢
to tak je, nebudeme rozebirat.

Vysledné derivace vychazi stejné pro vSechny vahy w;, tak-
ze gradient jde zapsat jako:

Vi —logo(®)'(1—o()' " =@p-t)-=

Modelu, ktery pouziva sigmoidu a negative-log likelihood
se tika logistickd regrese.

Ukol 4 — Logisticka regrese [2b]: Naprogramujte model lo-
gistické regrese. Model se bude trénovat pomoci minibatch
SGD. Pro kazdy minibatch spocitate gradient a upravite
véhy. Pro lehé&i implementaci jsme pFipravili ablonu,® ktera
nacitd rizné parametry jako je learning rate, pocet epoch,
velikost minibatche. U komentai, kde v zavorce je napsano
(SGD), tak lze zkopirovat z minulého dilu, kde jste imple-
mentovali minibatch SGD pro linearni regresi.

Z divodu velkého vystupu jsou ukdzky pouziti dostupné pou-
ze na webu.

Vice tfid

Nyni se podivame, jak rozsitit logistickou regresi do vice
t¥id. Vyvstava otazka, zda jde pomoci binarnich klasifika-
toril rozdélit data do vice t¥id. Odpovéd zni ano a je nékolik
ruznych zpusobi, jak toho dosdhnout.

Jeden zptisob je pouzit one-vs-rest klasifikaci nebo nazyva-
né také jako one-vs-all. Pro kazdou t¥idu nauc¢ime binarni
klasifikator, ktery dokaze rozlisit danou t¥idu od ostatnich.
Tedy pro tfidu 1 nauéime (model) klasifikitor, ktery do-
kéze rozlisit tfidu 1 od t¥id 2 az k. Napodobné pro tfidy
2, 3, ..., k. Pfi predikci se udéla k predikei (predikce pro



kazdy model) a model, ktery si je nejvice jisty, ze dané dato
patii do dané t¥idy, je nase predikce. Vybrani ,nejjistéjsi*
predikce se d& udélat napifiklad pomoci funkce arg max z
knihovny numpy (nebo pomoci obycejného for cyklu). Ne-
vyhoda je, Ze musime naucit £ modeld, ale vyhoda je, ze
muZeme pouZzit uz nas naprogramovany model.

Poté si muzete uvédomit, ze dany pristup nemusi fungovat
nejlépe, protoze tFidy se muzou mezi sebou razné prekryvat
a one-vs-rest je nemusi klasifikovat nejlépe. Proto existuje
druhy pristup, ktery se nazyva one-vs-one. Ten funguje na-
sledovné. Pro kazdou dvojici t¥id nauc¢ime binarni klasifika-
tor, ktery dokaze rozlisit dané dvé t¥idy. Tedy pro t¥idy 1 a
2 nau¢ime (model) klasifikdtor, ktery dokaze rozlisit t¥idu
1 od tridy 2. Napodobné pro t¥idy 1 a 3,1a4, ..., k—1
a k. Zde je vidét, ze musime naucit k- (k — 1)/2 modelu,
ale nemusi to byt az tolik Spatné, protoze kazdy model se
u¢i na méné datech (jen na datech z danych 2 tfid). Pti
predikci se udéla k - (k — 1)/2 predikei a vysledna predikce
je tfida, kterd zvitézi nejvice krat. Neboli kazdy model hla-
suje pro jednu ze dvou t¥id. Poté vSechny hlasy secteme a
tfida s nejvice hlasy je nase predikce.

Ukol 5 — Binarni klasifikace do vice t¥id [6b]: Naprogra-
mujte binarni klasifikaci do vice tfid pomoci one-vs-rest a
one-vs-one. Pro lehéi implementaci jsme piipravili ablonu,*
kterd nacitd rtizné parametry, jako je pocet klasifikacénich
tfid a zpiisob klasifikace (one-vs-rest nebo one-vs-one).

Z duvodu velkého vystupu jsou ukdzky pouZiti dostupné pou-
ze na webu.

Softmax
Predeslé zptsoby rozsifovani binarni klasifikace do vice t¥id
jsou trochu neuspokojivé. Dané modely nevédi o tom, ze

se bude jednat o klasifikaci do vice t¥id, a proto nemuzou
modely mezi sebou kooperovat.

Napftiklad pro spravnou klasifikaci néjakého data mize byt
zapotiebi upravit upravit vahy vice modeli, coz se nejspi-
Se nikdy nestane, kdyz budeme modely trénovat oddélené.
Modely se snazi co nejlépe odlisit danou t¥idu od ostatnich,
coz muze jit 1 proti nasemu cili — klasifikace do vice tfid.
Budou se snazit odlisit outliery ¢i zasuménéa data, ale kdyz
je budeme ucit naraz, tak dokazou toto ,zjistit“ a vysledné
predikce budou lepsi.

Ukazeme aktivacni funkci, ktera se bude jmenovat softmazx
a bude davat pravdépodobnosti pro vSechny tfidy. Tento
pristup bude vypadat podobné jako one-vs-rest, ale jednot-
livé modely budou moci kooperovat diky tomu, ze v gradi-
entu loss funkce se projevi i ostatni modely, coz s pristupem
one-vs-rest neslo.

eYi

E:leeyf

softmax;

Kde y; je vystup linearni regrese pro tfidu ¢ a softmax; rikéa
pravdépodobnost, zZe dané dato patii do tiidy «.

Kdyz se na funkci podivame, tak zjistime, Ze sigmoida je
specidlni pfipad softmaxu, kdyz mame jen dvé tiidy. Sig-
moida vraci pravdépodobnost prvni tfidy a mame jen jeden
model. Stejného vysledku dokadzeme dosahnout i pomoci
softmaxu na dvou tfidédch a jednoho modelu. Prvni model
bude identicky se sigmoidou a druhy model bude vracet
konstantni nulu (softmax na dvou proménnych musi pf¥iji-
mat dva vstupy).

1
1+e7 ¥

ey
ey + €0

softmax; (y,0) =

Dostali jsme piesné predpis sigmoidy.

Softmax pouziva jako chybovou funkci negative-log likeliho-
od a derivaci vici kategorické distribuci. Pocitani gradientu
jiz uvaddét nebudeme, ale rovnou ukizeme, jak gradient chy-
bové funkce se softmaxem vypada:

(softmax(y) — 1) - x

kde 1, je vektor, ktery ma na pozici t jedni¢ku a na ostatnich
pozicich nuly. Neptekvapivé gradient vypadéa dost podobné
jako ostatni gradienty (u MSE a sigmoidy).

Jak se pouzije tento gradient pro tpravu vah jednotlivych
modelu? Softmax bere na vstupu k vstupu a vraci k vy-
stupt, které odpovidaji pravdépodobnosti. i-ty vystup je
spojeny s i-tou tfidou a danou hodnotu generuje i-ty mo-
del. Tedy i-té vahy modelu upravite nasledovné:

w; = w; — - (softmax(y) — 1;); - z,

kde w; jsou véhy i-tého modelu, « je learning rate a x je
vstup. (softmax(y) — 1¢); znamend, %e vezmeme i-ty prvek
vektoru.

Nezapomeiite, Ze tuto ipravu muizete délat az ve chvili, kdy
mate spocitané gradienty z celé batche.

Ukol 6 — Softmax [5b]: Naprogramujte model pro klasifikaci
do k t¥id pomoci softmaxu. Model se bude trénovat pomoci
minibatch SGD. Pro kazdy minibatch spocitate gradient a
upravite vdhy. Pro lehéi implementaci jsme ptipravili Sab-
lonu,® kters nacita rizné parametry, jako je learning rate,
pocet epoch, velikost minibatche. U komentaii, kde v za-
vorce je napsano (SGD), tak lze zkopirovat z minulého dilu,
kde jste implementovali minibatch SGD pro linearni regresi.

Z duvodu velkého vystupu jsou ukdzky pouZiti dostupné pou-
ze na webu.

Gridsearch

Na zavér si ukazeme trochu automatizovanéjsi zpusob hle-
dani dobrjch hyperparametr. Rikéd se mu gridsearch a
funguje tak, ze si zvolime mnozinu hodnot pro kazdy hy-
perparametr a poté vyzkousime vSechny kombinace téchto
hodnot. Tedy pokud méme 3 hyperparametry a pro kazdy
z nich vybereme 3 hodnoty, vyzkousime dohromady 33 = 27
modelt. Pro kazdou kombinaci spocitdme presnost na va-
lida¢nich datech, a poté vybereme tu kombinaci, kterd ma
nejlepsi presnost. Nyni vyuzijeme toho, Ze jednotlivé kroky
v pipeliné jsou pojmenované, protoze diky nim ted mtizeme
definovat mnozinu parametrt pro gridsearch.

from sklearn.compose import ColumnTransformer

import sklearn.datasets

from sklearn.linear_model import LogisticRegression

from sklearn.model_selection import GridSearchCV

from sklearn.pipeline import Pipeline

from sklearn.preprocessing import \
PolynomialFeatures, MinMaxScaler

iris sklearn.datasets.load_iris()
pipeline = Pipeline([
(’ct’, ColumnTransformer ([
(’min_max’, MinMaxScaler(),
M,
(’poly’, PolynomialFeatures()),
(’1r’, LogisticRegression()),

[0’ 1’ 2’ 3])’

D



gridsearch = GridSearchCV(
pipeline,
param_grid={

’ct__min_max__feature_range’: [
0, 1), (-1, 1)
1,
’poly__degree’: [1, 2, 3],
’1r__C’: [0.1, 1, 10],
},
cv=5,
scoring=’accuracy’,
verbose=1,

)
gridsearch.fit(iris.data, iris.target)

cv_results = gridsearch.cv_results_
for idx, param in enumerate(cv_results[’params’]):
cross_val = cv_results[’mean_test_score’] [idx]
print(
’Rank’,
cv_results[’rank_test_score’] [idx],
f"Cross-val {cross_val * 100:.1f}%",
param
)

print ("Best parameters:", gridsearch.best_params_)
Ukéazkovy program natrénuje pipelinu a pii trénovani vy-
zkousi rizné kombinace hyperparametri, ze kterych se vy-
bere nejlepsi. Parametry gridsearche se zadavaji jako slov-
nik, kde kli¢ je ,cesta“, kde se ma nastavit parametr. Dvé-
ma podtrzitky se oddéluji jednotlivé nazvy — ekvivalent lo-
mitka v klasické cesté na souborovém systému. Cesta miize
byt libovolné dlouhd, pokud chceme nastavit nazev parame-
tru, ktery se nachézi v néjakém objektu (pfiklad na column
transformeru). Jako hodnota slovniku je pole hodnot, které
chceme vyzkouset.

Dodatky

Vétsinou se jako prvni model, ktery upravuje linedrni regre-
si na klasifikaci, pouziva perceptron. Funguje velmi jedno-
duse, vezme vystup z linearni regrese a pokud je vétsi nez
nula, vrati jednicku, jinak vrati nulu (jednu nebo druhou
tfidu). Tento model jsme nezmitiovali, protoZze nem4 uplné
pekné vlastnosti. Jeho nejhorsi vlastnost je, ze trénovani
se nemusi zastavit, pokud data nejsou linedrné separabilni.
Napriklad kdyz si predstavime data v rovin€, musi existo-
vat pfimka, ktera rozdéli data, kde na jedné strané pfimky
jsou data jedné tfidy a na druhé strané jsou data druhé
t¥idy.

Nakonec jesté zbyva v rychlosti vysvétlit, kde se vzala chy-
bova funkce MSE. Kdyz pouzijeme princip maximalni veé-
rohodnosti s normalnim rozdélenim, postupnymi tpravami
dostaneme chybovou funkci MSE. Z normélniho rozdéleni
vyplyva, Ze MSE se snazi mit vSude stejny rozptyl (tedy mit
vSude stejnou chybu, at predikujeme obrovské ¢i miniaturni
hodnoty). Toto ndm ob¢as samozfejmé nemusi vyhovovat.
Reknéme, 7e méame callcentrum a chceme predikovat, kolik
lidi zavola. S MSE metrikou by byla stejné dobra predikce
1 volajictho, kdyz realné volalo 11 lidi, jako predikce 101
volajicich, kdyZ redlné volalo 111 lidi. Toto miize byt ve
skutec¢nosti problém, protoze kdyz zaméstnate jednoho ¢lo-
véka, aby odpovidal na dotazy zakaznikt, a najednou jich
zavola 10krat vice, tak vétsina se zakaznikt nedovola. Opro-
ti tomu, zavola-li 111 misto 101, uz to pro nas nemusi byt
velky problém.

Tedy obcas se hodi povolovat vétsi rozptyl chyby, kdyz pre-
dikujete vétsi hodnoty, a mensi rozptyl u mensich prediko-
vanych hodnot. To se d4 modelovat pomoci Poissonova roz-
déleni a i v scikit-learn je naimplementovany model s timto
rozdélenim — PoissonRegressor.

Ukol 7 — Sout&#ni tiloha [3b]: Jako posledni tikol bude znovu
soutézni tloha. Z technickych divod je soutéz zadana jako
samostatnd open-datova tloha 36-3-S2, kterou najdete nize.
Zdrojovy kéd soutézniho programu ale pridejte do ZIPu
s FeSenim seridlu.

Vsechny ulohy z tohoto seridlu odevzdavejte dohromady
v jednom zazipovaném archivu. Termin odevzdani je 7.
dubna ve 32:00 (tedy dalsi rano v 8:00). Poté 1ze odevzdévat
za snizeny pocet bodu az do konce ro¢niku.

Pokud jste text docetli az sem, tak vam velice gratuluji!
Meéjte se krasné a v pristim dilu se podivame na rozhodovaci
stromy!

Michal Kodad

3 body

36-3-S2 SoutéZni uloha serialu

7Z technickych divodi je 4. kol seridlu oddélenou tlo-
W1l hou. Odevzdava se jako open-datova uloha 36-3-S2, ale
prosime priloZte do zazipovaného archivu k seridlu i svd Te-
sent tohoto tkolu. Pokud to neudélate, mizeme vam doda-
tecné body odebrat.

V této soutézi je povolené pouzivat libovolné generalizova-
né modely, tedy libovolné modely ze scikit-learn z modulu
sklearn.linear_model. Je zakdzano pouzivat jiné modely
implementované v knihovné scikit-learn jako rozhodovaci
stromy, MLP, ...

Jak soutéz bude probihat? Od nas dostanete trénovaci a
testovaci data. Dale od nas dostanete Sablonu,® ktera si
v pripadé potfeby data stdhne a nacte vam data. U tré-
novacich dat budete mit k dispozici vstupni featury a vy-
stupni hodnoty, ale u testovacich dat budete mit k dispo-
zici jen vstupni featury. Vasim tkolem je natrénovat model
na trénovacich datech a predikovat vystupni hodnoty pro
testovaci data. Dataset muZete riizné transformovat (aug-
mentovat), ale nesmite si pfidavat dalsi externi data do tré-
novaciho datasetu. Vsechny vystupy musi byt generované
vasim programem. Toto pravidlo nezakazuje mit v progra-
mu pravidla, kterd vystupy upravuji. Tyto predikce poté
odevzdate do odevzdavatka.

Vasim tkolem je vypredikovat, jestli dany pacient ma po-
ruchu §titné zlazy.

Pokud vase feSeni bude splnovat, ze na testovacich datech
budete mit pfesnost (accuracy) minimalng 96% (této hod-
noté budeme Fikat prdh), tak dostanete 3 body. Tim ale
zabava teprve zacind, protoze timto krokem jste se kvalifi-
kovali do soutéze.

Dané pfesnost se mtize zdat vysoké, ale kdyz vétSina pa-
cient nem4 problém se Stitnou Zldzou (pres 90%), tak se
musi vyssi pfesnost. Ocekavame vasi férovost a ze nebudete
postupnymi Gpravami vystupu zjistovat, kterd odpoved je
spravna.

6 https://ksp.mff.cuni.cz/viz/36-3-S/competition_template.py|
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V soutézi budete soutézit s ostatnimi feSiteli az o dalsi 3
bonusové body. Abyste védéli, jak si stojite, tak k této tloze
je i dynamicka vysledkovka.” Na této vysledkovce uvidite
svou accuracy metriku na testovacich datech nebo hodno-
tu prahu, podle toho, jaka hodnota je horsi. Dale na této
vysledkovce budete fazeni podle accuracy metriky na tes-
tovacich datech. Pokud jste v soutézi, tak sice neuvidite
accuracy metriku, ale porad budete védét, kolik 1idi je lepsi
nez vy.

7 https://ksp.mff.cuni.cz/viz/36-3-S/vysledky

Bonusové body se budou udélovat podle nasledujiciho krité-
ria: Nejlepsi prvni ¢tvrtina TesSitelti fazend podle accuracy
metriky, kterd se kvalifikovala do soutéze, dostane 3 bo-
dy, druha ¢tvrtina dostane 2 body a tieti ¢tvrtina dostane
1 bod. Bonusové body budou pfidéleny po prunim deadlinu
pro tento dil serialu.

Hodné stésti!

Webové stranky:
lhttps: //ksp. mff.cuni.cz/|

K
BN matfyz
|4

E-mail:

sp @mff.cuni.c
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KSP pro vas pripravuji studenti Matematicko-fyzikalni fakulty Univerzity Karlovy.
Realizace projektu byla podpofena Ministerstvem skolstvi, mladeze a télovychovy.

Organizatori a kontakty:
https: //ksp.mff.cuni.cz/kontakty /|
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